Kapitola 2

Ucenie neurdonovych sieti
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TEMY

uzitocnost NS (ucenie a generalizdcia)
vlastnosti a schopnosti NS
architektury NS
navrh neuronovej siete
pravidla pre porovnanie podobnosti vstupov neuronovej siete
UCENIE NEURONOVYCH SIET/
e algoritmy ucenia (learning algorithms)
o ucenie korigujuce chybu (error-correction learning)

o Hebbovo ucenie (Hebbian learning)
o sutazné ucenie (competitive learning)



e paradigmy ucenia
o ucenie s ucitelom (supervised learning)
o znamkované ucenie (reinforcement learning)
o ucenie bez ucitela, samoorganizdcia (unsupervised learning, self-
organization)

e vhodné ulohy pre ucenie neuronovych sieti
O aproximacia

asociacia

klasifikacia vzorov

predikcia

riadenie

separdcia vzorov

O O O O O O



PREDNASKA
o utitognostNS

O ucenie
o generalizacia

o nelinearita
= nelinearita je distribuovana v sieti

o vstupno-vystupné mapovanie (input-output mapping)
= siet si nastavuje synaptické vahy tak, aby minimalizovala rozdiel medzi
Ziadanou a aktualnou odpovedou



o adaptivnost
= adaptovanie synaptickych vah na zmeny okolitého prostredia
= adaptovanie mozné aj v realnom cCase

o odolnost voci chybam
= postupna degradacia pri nepriaznivych podmienkach ¢innosti
= informacie su v sieti distribuované - az velmi velké poskodenie vedie k
uplnej degradacii odpovedi siete
o VLSl implementacia

o analdgia s neurobioldgiou

O ...



e architektury NS

o jednovrstvové dopredné siete (single-layer feedforward networks)
» siet konfiguracie P—d, kde P je pocet neurénov vo vstupnej vrstve a g
pocet neurdnov vo vystupnej vrstve

06

Vstupna Vystupna
vrstva vrstva

dopredna siet konfiguracie 3-2



o viacvrstvové dopredné siete (multi-layer feedforward networks)

jednu alebo viac skrytych vrstiev (“hidden layer”)

" neurdny v nich sa nazyvaju skryté neurdny

siet konfiguracie P—h,—h,—¢

siet nazyvame uplne prepojenou, ak kazdy neurdn v kazdej vrstve je
prepojeny s kazdym neurénom v predchadzajucej vrstve

O -
O -
Vstupnd Skryta Vystupna
vrstva vrstva vrstva

uplne prepojena dopredna siet konfigurdcie 4-3-2

e receptivne a projektivne polia



o rekurentné siete (recurrent networks)
© maju aspon jednu spatnu vazbu
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rekurentna siet so skrytymi neuronmi



o mriezkové Struktury (lattice structures)
o 1D, 2D alebo viacrozmerné pole neurdnov so zodpovedajucimi vstupnymi
prvkami
o kazdy vstupny prvok je spojeny s kazdym neurénom v mriezke
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dvojrozmernd mriezka s 3x3 neuronmi



e navrh neurdnove;j siete
o vyber vhodnej architektury
o trénovanie siete na podmnozinu dostupnych trénovacich udajov pomocou
vhodného algoritmu (ucenie)
o testovanie spravania sa siete pre data, ktoré siet pri u¢eni nemala k dispozicii
(generalizacia)

o zasadny rozdiel medzi navrhom neurdnovej siete a klasickym pristupom k
spracovaniu informacii
o klasicky pristup - vytvorenie matematického modelu a jeho overenie na
realnych datach
o navrh neurdnove;j siete je zalozeny priamo na realnych datach, ktoré
“hovoria samé za seba”



e pravidld pre porovnanie podobnosti vstupov neurdnovej siete
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UCENIE NEURONOVYCH SIETI

o ucenie je proces, ktorym sa adaIEtujl] volné parametre neuronovej siete
pomocou stimuldcie prostredim, v ktorom neurdnova siet pracuje

(p(Vk) _S,k

Neuron k

algoritmus ucenia:

Wy (n + 1) = Wy, (n) + Awy, (n)

Iterativne algoritmy pre ucenie neurdnov a z nich vytvorenych sieti reSpektuju princip
minimalneho narusenia (“minimal disturbance principle”): Adaptuj tak, aby sa zredukovala
vystupna chyba pre sucasnu trénovaciu vzorku a aby sa minimalne narusili uz naucené vzorky.



e algoritmy ucenia (learning algorithms)

o ucenie korigujuce chybu (error-correction learning)

« dy(n)- poZadovand odpoved pre neurén K v gase N
= y,(n) - aktudina odpoved' - odpoved na vstupny vektor x(n)

= vstupny vektor x(n) a Ziadana odpoved dk(n) pre neurdn K tvoria priklad
(vzorku) pre siet v ¢ase N

chybovy signal €k (n): dk(n)_ Yk (n)

N
strednd kvadraticka chyba J = E|:2;ek (n)}

1
okam?Zita kvadratickd chyba £(n)= Ezk:elf (n)



o pravidlo korekcie chyby (“error-correction learning rule”), niekedy nazyvané
aj delta pravidlo

(1) = e, (n)x(n)

zmena vahy = (parameter rychl. ucenia) x (chyba) x (vstup)
o metdda gradientového zostupu (“method of gradient descent”)

o parameter rychlosti ucenia
o stabilita procesu ucenia
= ak je hodnota mal3, u€enie je bez problémov, avSak konvergencia
je velmi pomala
= velkd hodnota znamena rychle ucenie, je vSak moznost, Ze ucenie
bude divergovat a systém sa stane nestabilnym



© chybovy povrch (error surface)
o graf kriterialnej funkcie J voéi synaptickym vaham siete

J(w)

w

1) Neurdnova siet obsahuje iba linearne prvky. Chybovy povrch je vtedy
kvadratickou funkciou vah siete a obsahuje jediné minimum.

2)Neurdonovd siet obsahuje nelinearne prvky. V tomto pripade ma
chybovy povrch globalne minimum (pripadne viacnasobné globalne
minimum) a aj lokalne minima.



o Hebbovo ucenie (Hebbian learning)
o Hebbovo pravidlo:
1. Ak dva neurdny na oboch strandch synapsy (spojenia) su aktivované
sucasne (synchrénne), potom sila synapsy sa zvacsi.
2. Ak dva neurény na oboch stranach synapsy su aktivované
asynchronne, potom je tato synapsa zoslabena alebo eliminovana.

= Hebbovskd synapsa zvysSuje silu spojenia s kladne korelovanou
presynaptickou a postsynaptickou aktivitou a znizuje silu spojenia ak
tieto aktivity su nekorelované alebo zaporne korelované.

= Antihebbovskd synapsa zoslabuje kladne korelované presynaptické a
postsynaptickeé aktivity a zosilnuje zaporne korelované aktivity.

= Nehebbovska synapsa takéto mechanizmy nezahrna.



Aij (n) — F(Yk (n)1 X; (n))

Aw,(n)=ny, (n);(n)

zmena vahy = (parameter rychl. ucenia) x (vystup) x (vstup)

AW, (n) =Yy (n)xj (n)_ aYy (n)ij (n)

AW, (n)= ncovly, (n),x | (n)|=nE|(y, (n)-y, )(Xj (n)-x, )

Aij (n) = U{E \_yk (n)xj (n)J_ YicX; }



e sutazné ucenie (competitive learning)

o jedna vrstva vystupnych neurdnov - Uplne prepojena so vstupnymi prvkami

o laterdlne spojenia - sluZia pre lateralnu inhibiciu (kazdy neurén snazi “utlmit”
neurdny, s ktorymi je spojeny)

o dopredné spojenia — excitacné

siet so sutaznym ucenim s doprednymi (excitacnymi) a lateralnymi
(inhibicnymi) spojeniami



o vystupné neurdny siete vzajomne sutazia s cielom stat sa aktivnym neurénom
o siet s Hebbovym ucenim - viaceré vystupné neurény moézu byt aktivne sucasne
o sutazné ucenie - aktivny iba jeden neurdn
" peurdn typu “vitaz berie vsetko” (“
(“winner”

winner-takes-all neuron”), vitaz

77[Xj (n) - Wi ()] ak neurdn k vyhra suta?z
AW, :{

0 ak neurdn k nevyhrd sutaz



= (cinok -posun vahového vektora W, vitaza k blizSie smerom k vstupnej vzorke X

Geometricka interpretdcia procesu so sutaZznym ucenim - pociatocny a konecny stav
siete



e paradigmy ucenia

e ucenie s ucitelom (supervised learning)

Prostredie

Vektor
popisujuci
stav prostredia

>

Ziadan4
— odpoved
Ucitel
/ Aktualna
Ucdiaci sa odpoved &3"‘
systém -

Chybovy signil

napr. LMS (least-mean square) algoritmus a jeho zovSeobecnenie - algoritmus
spatného Sirenia (“backpropagation algorithm”)



e zndmkované ucenie (reinforcement learning)

e nie pozadované odpovede, ale znamky (hodnotenie odpovedi)



e ucenie bez ucitela, samoorganizacia (unsupervised learning, self-
organization)

Vektor
popisujuci
stav prostredia
. Uciaci sa
Prostredie > systém

o ziadny ucitel, ziadne ohodnotenie
o sieti sa poskytne iba jediné - meradlo kvality pre reprezentaciu, ktoru sa
ma siet naucit



e vhodné ulohy pre ucenie neurénovych sieti

e aproximacia

nelinearne vstupno-vystupné mapovanie d= g(x) g nepozname)

(
su zadané priklady vo forme vstupno-vystupnych parov (Xl’dl)’ XZ’dZ)""’(XN ’dN)
ucenie s ucitelom

e asociacia

autoasociacia - samoorganizované ucenie
heteroasociacia - uCenie s ucitelom



e klasifikacia vzorov

dany pevny pocet tried (kategorii), do ktorych maju byt vstupy klasifikované
ucenie s ucitelom

ked' nie je znalost o triedach — zhlukovanie - samoorganizacia

e predikcia

M predchadzajucich vzoriek X(n—1) x(n-2),K,x(n—M)
nasledujuca vzorka x(n) =7
chyba predikcie

e(n)=x(n)-%(Nn-1...,n—M)

ucenie s ucitelom, ale nasledujuca vzorka je jasna z casového radu - samoorganizacia



e riadenie

e separdcia vzorov




Priklady (dema) v Matlabe:

e Umely neurdn
o s jednym vstupom (one input neuron)
" nnd2nl
o sdvoma vstupmi (two input neuron )
" nnd2n2

e Asocidcia vzorov a chybovy povrch (Pattern Association Showing Error Surface)

o demolinl
e Training a Linear Neuron (ucenie linedrneho neurdnu)

o demolin2
e Prilis velka rychlost ucenia (Too Large a Learning Rate)

o demolin7
e Ukdazka najstrmsSieho zostupu pomocou alg. spatného Sirenia €. 1 (Steepest descent backpropagation

demonstration #1)
o nnd12sd1 (toto si eSte ukaZzeme pri viacvrstvovom perceptrone )



Rozhodovacie hranice (Decision Boundaries)
o nnd4db

Klasifikacia Perceptrénom s dvoma vstupmi (Classification with a 2-input Perceptron)
o demopl

Linedrne neseparovatelné vektory (Linearly Non-separable Vectors)
o demop6

A eSte raz dobrad ilustracia ¢innosti umelého neurdnu pri klasifikacii dat
o http://playground.tensorflow.org

VS o X
ED Sylabus predmetu I-SUN %/ [5] A Neural Network Playar %
C' @ playground.tensorflow.org/#activation=tant tchsize=108dataset e8ireq Dataset=reg-plane&learningRate=( ¥¥ EB ¢ DB ] (s} [~
:_) | terations Leaming rate Activation Regularizatio Regularization rate Problem type
>
000,000 0.03 Tanh None 0 Classification
+ — 2 HIDDEN LAYERS OUTPUT
Test loss 0.503
n @ Y — Training loss 0.509
4 neurons 2
Noise: €
. 3
Batch size: 10
—e
o
REGENERATE
R
4 st t [ Discret tput



http://playground.tensorflow.org/

UCENIE NEURONOVYCH SIETi

Ucenie v suvislosti s neurénovymi sietami moze byt definované nasledovne [Hay94]:
Ucenie je proces, ktorym sa adaptuju volné parametre neurdénovej siete pomocou
stimuldcie prostredim, v ktorom je neurénovd siet zahrnutd.

(p(Vk) X

o(v) .

Neurén j Neurén k

Obr. 2.1 Dva neurény j a k s rovnakou aktivacnou funkciou (p()

UvaZujme dva signaly X;a v spojené cez synapsu s vahou w,; niekde v neurénovej
sieti podla obr. 2.1. Signal X; reprezentuje vystup neurénu j a signal v, droven vnutornej
aktivity neurénu k . Z hladiska vahy w,; signal x; sa nazyva presynaptickad aktivita a signal v,
postsynaptickd aktivita. Nech wkj(n) znaci hodnotu vahy wy Vv Case n.V Case n je na
synapticku vahu w,g.(n) aplikovana Uprava Aw,g.(n) . Vysledkom je upravena vaha wkj(n + 1)

Wy (n + 1) =Wy (n) + Awy,; (n) (2.1)

Rovnica (2.1) je vlastne vS8eobecnym zapisom algoritmu ucenia (“learning algorithm”). Existuje
mnoho algoritmov ucenia - liSia sa sp6sobom, ako je prevedena Uprava Awkj(n) . Ind
skutocnost, ktoru treba zohladnit je vztah neurdnovej siete k svojmu okoliu. Ak poukazujeme
na model prostredia, v ktorom neurdnova siet pracuje, hovorime o paradigme ucenia
(“learning paradigm”). Taxondmia ucenia z pohladu algoritmu a paradigmy ucenia je uvedend
na obr. 2.2.

Proces ucenia

Algoritmy ucenia Paradigmy ucenia
Ucenie Hebbovo Sutazné Boltzmannovo Ucenie s Znadmkované Samoorganizicia
korigujice ucenie ucenie ucenie ucitefom ucenie

chybu
Obr. 2.2 Taxonémia procesu ucenia

Za styri zakladné pravidla ucenia modzeme povaZovat ucenie korigujuce chybu,
Hebbovo ucenie, sutazné ucenie a Boltzmannovo ucenie. Ucenie korigujlice chybu je zaloZzené



na optimalnej filtracii, Hebbovo a sutainé ucenie su inSpirované neurobioldgiou.
Boltzmannovo ucenie je zalozené na poznatkoch termodynamiky (nebudeme sa nim dalej
zaoberat).

Tri zadkladné paradigmy ucenia su ucenie s ucitefom, zndmkované ucenie a
samoorganizdcia. Pri uceni s ucitelom spravne odpovede sieti poskytuje “externy ucitel”. Pri
znamkovanom uceni externy ucitel namiesto dodania spravnej odpovede priebezne vysledky
ucenia siete hodnoti, zndmkuje - tento spdsob ucenia je menej vhodny pre vieobecné
aplikacie, jeho poutzitie je hlavne v oblasti optimaliza¢nych uloh a riadenia [Hech90], ¢o
vybocuje zo zaberu tejto publikdcie, a preto sa nim dalej nebudeme zaoberat. Pri
samoorganizacii sa siet modifikuje reakciou na vstup sama, t.j. nie je pritomny Ziadny ucitel,
ani dostupné Ziadne ohodnotenie, ¢i znamka. Hoci tato kategdria ucenia mbze vyzerat
neuzitone, daju sa rfou dosiahnut pri spracovani informdacii prekvapujice vysledky
(prikladom je samoorganizujica sa mapa).

2.1 Ucenie korigujuce chybu

Nech d, (n) je Ziadand odpoved' pre neurén k v Case n.Zodpovedajucu hodnotu aktudinej
odpovede tohto neurénu oznaéme y, (1) - je to odpoved na vstupny vektor x(7). Vstupny
vektor x(n) a Ziadand odpoved' d, (n) pre neurdn k tvoria priklad (vzorku) pre siet v Case n
. Predpokladdme, Ze tento priklad a aj ostatné priklady su generované prostredim, ktorého
rozdelenie pravdepodobnosti nepozname.

Typickym pripadom je, Ze aktudlna odpoved yk(n) neurénu k sa liSi od Ziadanej
odpovede d, (n) . MéZeme teda zadefinovat chybovy signdl

e, (n)=d,(n)—y,(n) (2.2)

Cieflom ucenia korigujuceho chybu (“error-correction learning”) je minimalizovat ucelovu
(kriteridlnu) funkciu (“cost function”) zaloZzenu na chybovom signdle ek(n), aby Ziadana a
aktudlna odpoved boli v istom Statistickom zmysle velmi blizke. Po zvoleni Uéelovej funkcie
ide o klasicky optimalizacny problém. BeZne pouZivanym kritériom pre ucelovu funkciu je
kritérium zaloZené na strednej kvadratickej chybe

J = EBZkleg (n)} (2.3)

kde E znamena operdtor strednej hodnoty a sumdcia ide cez vSetky neurdny vo vystupnej
vrstve siete. Hodnota 1/2 je zvolena kvoli dalSiemu lahsiemu odvodzovaniu. Minimalizacia
ucelovej funkcie J vzhlfadom na volné parametre siete vedie k tzv. metdde gradientového
zostupu (“method of gradient descent”). AvSak tazkostou je, Ze tato metdda vyzaduje znalost
Statistickych charakteristik procesu. Tuto tazkost obideme aproximaciou optimaliza¢ného
problému. Ako kritérium pouzijeme sumu okamZitych kvadratickych chyb:



&(n) = %Zk:e,f(n) (2.4)

Siet je potom optimalizovand minimalizaciou e(n) vzhladom na svoje synaptické vahy.
Vysledkom je pravidlo korekcie chyby (“error-correction learning rule”), niekedy nazyvané aj
delta pravidlo - Gprava Awkj (n) synaptickej vahy Wy v Case n je dana vztahom

Awy; (n) = ne, (n)xj(n) (2.5)

kde 7 je kladna kon3tanta uréujuca rychlost uéenia. Uprava vahy je teda dmerna sucinu
chybového a vstupného signélu. Pozornost treba venovat volbe rychlosti u¢enia 77, aby sa
zaruCila stabilita procesu ucenia. Ak je hodnota 77 mald, ucenie je bez problémov, avsak
konvergencia je velmi pomald. Velka hodnota 77 znamena rychle ucenie, je vsak moznost, ze
ucenie bude divergovat a systém sa stane nestabilnym.

Graf ucelovej funkcie J voci synaptickym vaham siete je multidimenziondlna funkcia
oznacovana ako chybovy povrch (“error surface, error-performance surface”). V zavislosti na
type prvkov neurdnovej siete mozu nastat dve rozli¢né situacie:

e Neurdnova siet obsahuje iba linedrne prvky. Chybovy povrch je vtedy kvadratickou
funkciou vah siete a obsahuje jediné minimum.

e Neurdnova siet obsahuje nelinearne prvky. V tomto pripade ma chybovy povrch globélne
minimum (pripadne viacnasobné globalne minimum) a aj lokdlne minima.

V oboch pripadoch algoritmus korigujuci chybu za¢ne na lubovolnom bode chybového

povrchu (bod je uréeny inicializaciou vah) a pri kazdom kroku sa pohybuje smerom ku

globalnemu minimu. V prvom pripade sa globalne minimum dosiahnut da, v druhom pripade

vzdy nie, pretoZe je moznost, Ze algoritmus sa dostane do lokdlneho minima a preto nikdy

nedosiahne globdlne minimum.

Dalsie poznatky o chybovom povrchu st uvedené v kapitole 3.

2.2 Hebbovo uéenie

Hebbovo pravidlo hovori:

1. Ak dva neurdny na oboch stranach synapsy (spojenia) su aktivované sucasne (synchrénne),
potom sila synapsy sa zvacsi.

2. Ak dva neurdny na oboch strandch synapsy su aktivované asynchréonne, potom je tato
synapsa zoslabena alebo eliminovana.

Takato synapsa sa nazyva hebbovskd synapsa. PresnejSie, hebbovska synapsa je taka synapsa,

ktord vyuziva C¢asovo zavisly, vysoko lokalny a silno interaktivny mechanizmus pre zvysenie

synaptickej uc¢innosti ako funkcie korelacie medzi presynaptickou a postsynaptickou aktivitou.

Synaptické zmeny (zmeny vadh) moiu byt hebbovské, antihebbovské a nehebbovské.

Hebbovskd synapsa zvysuje silu spojenia s kladne korelovanou presynaptickou a

postsynaptickou aktivitou a zniZuje silu spojenia ak tieto aktivity su nekorelované alebo

zaporne korelované. Antihebbovskd synapsa zoslabuje kladne korelované presynaptické a

postsynaptické aktivity a zosilfiuje zaporne korelované aktivity. Nehebbovskd synapsa takéto



mechanizmy nezahfia.
UvaZujme teraz opat obr. 2.1. Podla Hebbovho pravidla je Uprava vahy Wy, v Case n
vyjadrena v tvare

Awkj(n) = F(yk(n),xj(n)) (2.6)

kde F() je funkcia presynaptickej a postsynaptickej aktivity.
Specidlnym pripadom rovnice (2.6) je

Awkj(n) = nyk(n)xj(n) (2.7)

kde 77 je kladnd konstanta urcujuca rychlost u€enia. Rovnica (2.7) je najjednoduchsim
pravidlom pre Upravu vahy vyjadrenym sucinom vstupného a vystupného signalu.
Opakovana aplikacia vstupného signalu x; vedie k exponencialnemu rastu, ¢im sa vaha w;;
dostane do saturdcie. Aby sa predislo tomuto problému, treba stanovit hranicu pre rast vahy.
Jednou z metdd je zavedenie nelinedrneho zabudacieho faktora (“forgetting factor”). Potom
mobzeme rovnicu (2.7) prepisat do tvaru

Awy(n) = 1y, (n)x;(n) — oy, (n) wy(n) (2.8)
kde « je nova kladna konStanta. Pouzivanym zapisom je tiez
Awy, (n) =ay, (n)[cxj (n) - Wy (n)] (2.9)

kde ¢ sarovna n/a .

Inou mozZnostou je formulovat Hebbovo pravidlo v Statistickych pojmoch. Zmeny
synaptickych vah su imerné kovariancii presynaptickej a postsynaptickej aktivity. Zmena vahy
Wy v Case n je vyjadrena ako

Aw,g.(n) = ncov[yk (n),xj (n)] = nE[(yk (n) -V )(xj (n) - X; )] (2.10)

kde E je operator strednej hodnoty, X; a Y, su stredné hodnoty presynaptickej a
postsynaptickej aktivity. Podla tohto pravidla sa sila synapsy zvysi, ak aktivity su kladne
korelované, znizi sa, ak su aktivity zdporne korelované a zostane nezmenena, ak aktivity su
nekorelované.

Rovnica (2.10) sa da prepisat do tvaru

Awkj(n) == U{E[yk (n)xj(n)] -V )_cj} (2.11)

kde prvy ¢len na pravej strane ma podobny tvar ako jednoduché Hebbovo pravidlo podla
rovnice (2.7).



2.3 Satazné ucenie

Pri sutaznom uceni (“competitive learning”) vystupné neurdény siete vzajomne sutaZia s
cielom stat sa aktivnym neurénom. Na rozdiel od neurdénovej siete s Hebbovym ucenim, kde
viaceré vystupné neurdny mozu byt aktivne sicasne, v pripade sutazného ucenia je v nejakom
Case aktivny iba jeden neurdn. Moznost odpovedat na dany vstup ma teda v istom Case jediny
neurdn. Tento neurdn sa nazyva neuron typu “vitaz berie vietko” (“winner-takes-all neuron”),
prip. vitaz (“winner”). Jednotlivé neurdny v sieti sa takto ucia Specializovat sa na mnoziny
podobnych vstupov - stavaju sa detektormi priznakov (“feature detector”).

V najjednoduchsom pripade sutazného ucenia ma neurdnova siet jednu vrstvu
vystupnych neurdnov, ktora je Uplne prepojend so vstupnymi prvkami. Siet méZe obsahovat
laterdlne spojenia, ako je to ukazané na obr. 2.3 (laterdlne spojenia su tu oznacené
prerusovanou ciarou). V takejto architekture siete lateralne spojenia sluzZia pre laterdinu
inhibiciu, kedy sa kazdy neurdn snazi “utlmit” neurdny, s ktorymi je spojeny. Ostatné spojenia
v sieti (t.j. dopredné) su excitacné.

Obr. 2.3 Siet so sutaZznym ucenim s doprednymi (excitacnymi) a laterdlnymi (inhibi¢nymi)
spojeniami.

Predpokladajme, Ze neurdén j je vitazny neurdn, cize jeho Urovenr vnutornej aktivity
je najvyssia v porovnani s ostatnymi neurdonmi. Jeho vystupny signal Y, sa nastavi na hodnotu
1, vystupné signaly ostatnych neurdnov, ktoré v sutazi neuspeli, sa nastavia na 0.

Nech w; je synapticku vaha spojenia vstupného prvku 7 do neurénu j. Kazdému
neurénu sa “prideli” pevna cast synaptickej vahy (vSetky vahy su kladné, pretoze su
excitacné), ktora je distribuovana medzi vstupnymi prvkami:

Zwﬁ =1 pre vietky j (2.12)

Pre neurdn, ktory neodpoveda na aktualnu vstupnu vzorku sa neuskutocni Ziadne ucenie a
neurdn, ktory sutaz vyhral, si vahy upravuje. Podla sutazného pravidla u¢enia zmena Awﬂ.
aplikovana na synapticku vahu w; je definovana vztahom

77(xl. - wﬁ) ak neurdn j vyhra sutaz

Aw. = { (2.13)

Jt



0 ak neurén j nevyhrd sutai

kde 77 je parameter rychlosti u¢enia. Celkovym ucinkom tohto pravidla je posun vahového
vektora w vitaza j bliZsie smerom k vstupnej vzorke Xx.

Podstata sutazného ucenia je ilustrovand na obr. 2.4. Predpokladame, Ze kazda
vstupna vzorka X ma konstantnu velkost, takZe si ju méZeme predstavit ako bod na N -
rozmernej jednotkovej guli, kde N je pocet vstupnych prvkov siete a zaroven reprezentuje
dimenziu kazdého vahového vektora W Dalej predpokladdme, e vetky neurdny v sieti
maju rovnaku euklidovskd normu, t.j.

Zw]%. =1  prevsetky j (2.14)
J

Obr. 2.4 Geometrickd interpretdcia procesu so sutaZznym ucenim [Hay94]
a) Pociatocny stav siete
b) Koneény stav siete

Na obr. 2.4a su zobrazené tri zoskupenia, klastre (“clusters”) vstupnych vzoriek znazornenych
ako bodky. Krizikmi je zndzorneny mozny pociatoény stav siete pred uéenim. Obr. 2.4b
reprezentuje typicky konecny stav siete, ktory je vysledkom sutazného ucenia. Kazdy vystupny
neurdn nasiel klaster vstupov posuvanim svojho vdhového vektora do centra najdeného
klastra.

Poznamka: lterativne algoritmy pre ucenie neurdnov a z nich vytvorenych sieti reSpektuju
jednoduchy princip - princip minimdlneho narusenia (“minimal disturbance principle”)
[Wid90], ktory sa da sformulovat nasledovne: Adaptuj tak, aby sa zredukovala vystupna chyba
pre sucasnu trénovaciu vzorku a aby sa minimalne narusili uz naucené vzorky.

2.4 Ucenie s ucitelom

Blokova schéma ucenia s ucitelom (“supervised learning”) je na obr. 2.5. Ddlezitou
skutoénostou je pritomnost externého uditela, ktory ma znalosti o prostredi - tie st vyjadrené
vo forme mnoziny vstupno-vystupnych prikladov. Toto prostredie viak siet nepoznd, preto
musi Ziadani odpoved na dany vstupny vektor poskytnut ucitel. Parametre siete su



upravované na zdklade trénovacieho vektora a chybového signalu - chybovy signal je
definovany ako rozdiel medzi aktudlnou odpovedou siete a Ziadanou odpovedou. Cielom
takychto postupnych Uprav je emuldcia uditela neurénovou sietou, t.j. znalost prostredia
dostupna ucitelovi je prevedend do neurdnovej siete.

Vektor
popisujuici . ’
stav prostredia Ziadana
odpoved
Prostredie »  Uditel
b Aktudlna
5 Utiaci sa odpoved v+
systém —'Q:b

Chybovy signal
Obr. 2.5 Blokovd schéma ucenia s ucitelom

Spo6sob ucenia s ucitelom, ktory bol prave opisany, je vlastne ucenie korigujuce chybu
(diskutované v kap. 2.1). Kritériom Cinnosti systému je strednd kvadratickad chyba ako funkcia
volnych parametrov systému. Vo vizualizovanej forme je to multidimenziondlny chybovy
povrch, kde stiradnicami su volné parametre. V skutoénosti je chybovy povrch priemerovany
cez vSetky mozné vstupno-vystupné priklady. Pocas ucenia sa systém postupne pohybuje
smerom k minimu chybového povrchu (lokdlnemu alebo globadlnemu), pretoze ma k dispozicii
informaciu o gradiente chybového povrchu. V pripade ucenia s uditefom zo vstupno-
vystupnych prikladov systém vyuZiva okamzity odhad gradientového vektora.

Prikladmi ucenia s ucitelom su LMS (least-mean square) algoritmus a jeho
zovSeobecnenie - algoritmus spatného Sirenia (“backpropagation algorithm”).



2.5 Samoorganizacia

Blokova schéma samoorganizacie (“self-organization” alebo “unsupervised learning”) je na
obr. 2.6. Vidime, Ze tu nie je pritomny Ziadny ucitel, ani dostupné Ziadne ohodnotenie. Inymi
slovami - nie su pristupné Ziadne Specifické priklady funkcie, ktoru sa ma siet naudit.

Samozrejme, bez poskytnutia akejkolvek informacie sieti sa neda ocCakavat, Ze by siet
plnila dlohu, ktord pomocou nej chceme riesit. Sieti sa poskytne iba jediné, a to meradlo
kvality pre reprezentaciu, ktord sa ma siet naucit. Toto meradlo kvality je nezavislé od
aplikacie.

Vektor
popisujuci
stav prostredia

Prostredie

Ucdiaci sa
systém

Obr. 2.6 Blokovd schéma samoorganizdcie

Pre samoorganizované ucenie mozno pouzit sutazné pravidlo ucenia. Mozeme vyuzit
napriklad dvojvrstvovu siet, kde neurdny vstupnej vrstvy distribuuju dostupné data a neurdny
sutaznej vrstvy medzi sebou sutaZia o moznost odpovedat na priznaky obsiahnuté v datach.
Vitazny neurdn je uréeny na zaklade meradla kvality poskytnutého sieti.

2.6 Vhodné ulohy pre ucenie neurénovych sieti

Uvedieme niektoré z uloh, pri rieSeni ktorych moézeme s vyhodou vyuzit uzitoéné vlastnosti
neurdénovych sieti:

e Aproximdcia. Predpokladajme, Ze je dané nelinearne vstupno-vystupné mapovanie
opisané vztahom

d = g(x) (2.15)

kde vektor X je vstupom a skalar d vystupom. Predpoklada sa, Ze funkciu g() nepozname.
Ciefom je navrhnut neurdnovu siet, ktord aproximuje nelinearnu funkciu g(-), ak su zadané
priklady vo forme vstupno-vystupnych parov (Xl,dl),(xz,d2 ),...,(XN,dN) . Je velmi vhodné
takto opisany aproximacény problém riesit pomocou neurdnovej siete vyuZitim ucenia s
u¢itelom, kde X; sluzi ako vstupny vektor a d; je ziadanou odpovedou (i =1,2,...,N ).

e Asocidcia. Tato uUloha mbie mat dve formy - autoasociaciu a heteroasociaciu. Pri
autoasociacii od siete vyZzadujeme uchovanie mnoziny vzoriek (vektorov), ktoré si opakovane
prezentované sieti. Ak sa potom sieti privedie iba ¢iasto¢na alebo zaSumena vzorka, Ulohou
je vybrat originalnu vzorku. Pri heteroasocidcii je mnozina vstupnych vzoriek parovana s inou
mnoZzinou vystupnych vzoriek. Autoasociacia predpokladd samoorganizované ucenie,
heteroasociacia ucenie s ucitelom.

e Klasifikacia vzorov. Pri tejto Ulohe je dany pevny pocet tried (kategorii), do ktorych maju



byt vstupy klasifikované. Pocas trénovania sa sieti opakovane prezentuje mnoZzina vstupnych
vzorov a prislusna kategdria, do ktorej vzor patri. Siet sa potom testuje na vzory, ktoré neboli
zahrnuté v trénovacej mnoZine a sleduje sa spravnost odpovedi. Takto opisana klasifikacia
vzorov je problémom ucenia s ucitefom. Vyhodou pouZitia neurénovych sieti je moZnost
vytvorit nelinedrne rozhodovacie hranice medzi réznymi triedami vzorov.

Velmi dolezitd dlohu pri klasifikacii vzorov ma samoorganizované ucenie, ked nemame
predbeznu znalost o kategériach, do ktorych sa maju vzory klasifikovat. V tomto pripade sa
samoorganizované ucenie vyuZije na adaptivnu extrakciu priznakov, alebo klastrovanie
(“clustering”) este pred klasifikaciou vzorov.

e Predikcia. Je to jedna z najpouzivanejsich uloh pre neurénové siete. Zvyéajne mame k
dispozicii M  predchddzajucich vzoriek x(n—1),x(n—2),...,x(n— M). Ulohou je
predikovat nasledujicu vzorku x(n) Tato predikcia sa modze vykonat pomocou ucenia
korigujuceho chybu - tu vSak méZzeme povedat, Ze ucitela nepotrebujeme, lebo trénovacie
Udaje sa beru priamo z ¢asovej postupnosti vzoriek. Vzorka x(n) sluzi ako ziadana odpoved.
Ak mame k dispozicii kore3pondujucu predikovanid odpoved (1), ktoru siet poskytla na
zaklade predchadzajucich vzoriek x(n— l),x(n—2),...,x(n— M), mobzeme urcit chybu
predikcie

e(n)zx(n)—)?(n|n—l,...,n—M) (2.16)

a pre Upravu volnych parametrov siete pouzit ucenie s uciteflom. Na predikciu sa mozeme
pozerat ako na vytvorenie modelu stochastického procesu generujliceho ¢asovu postupnost
vzoriek. Ak je tento proces nelinearny, vyuzitie neurénovych sieti sa stava silnym nastrojom
pre vytvorenie modelu, pretoze mame moznost do siete zahrnut nelinearne prvky. Jedinou
vynimkou je vystupny prvok siete, ktory pracuje linedrne, aby bol dynamicky rozsah vystupu
prediktora v zhode s dynamickym rozsahom vstupov prediktora.

e Riadenie. Je to vhodnad uloha pre vyuzitie neurénovych sieti. Prikladom z realneho Zivota
pre tuto oblast je fudsky mozog, ktory naplno vyuziva vyhody paralelného distribuovaného
hardwaru, paralelne ovlada tisicky svalovych vlakien, vie pracovat s nelinearitami a Sumom.
e Separdcia zdrojov, “beamforming”. lde o formu priestorovej filtracie, kde cielom je
lokalizovat cielovy signal zahrnuty v pozadi aditivnej interferencie. V radarovom alebo
sonarovom prostredi je tato Uloha komplikovand dvoma faktormi: Cielovy signdl vznikd z
neznameho smeru a nemame apriornu Statistickd znalost o interferencii [Hay94].

V kontexte spracovanie signdlov mézeme hovorit o separacii zdrojov, kde udlohou je najst
mnoZzinu zdrojovych signdlov, ak pozname iba ich linearnu kombinaciu. Jednym z rieSeni moze
byt neurdnova siet, vstupmi ktorej st linedrne kombinacie signalov a vystupmi su aproximacie
jednotlivych vstupnych signdlov [0ja95].

Z uplne vSeobecného pohladu su vSetky spomenuté ulohy problémom ucenia sa
mapovania z prikladov tohto mapovania (pripadne zasumenych prikladov). Mapovaniu
pomocou neurdnovych sieti preto venujeme nasledujucu kratku kapitolu.



