Kapitola 3

Aproximacia funkcii neuronovymi
sietami



V4

TEMY

mapovanie

meranie presnosti aproximdcie funkcii

Kolmogorovova existencna teoréma o mapovani neuronovymi sietami
trénovanie a pretrénovanie

vzdjomné overovanie (,,cross validation”)

k-ndsobné vzdjomné overovanie (,k-fold cross validation”)



PREDNASKA

e aproximacia (mapovanie, mapping) pomocou neurénovych sieti

o priblizna implementacia ohraniceného mapovania (funkcie)
f:AcR? > R°

o pomocou ucenia s prikladmi (Xl’dl)’ (Xzidz)""’(xkdk )’

o priklady mapovania f su generované vyberom vektorov Xy nahodne z

mnoziny A podla danej hustoty pravdepodobnosti P(X)
O dk — f(Xk)



* meranie presnosti aproximacie funkcii

= prostredie: X, P(X)

= ucitel: (Xl’dl)’(XZ’dZ)""’(Xkdk)"", kde dk = 1:(Xk)

= Vystupny vektor siete: y= F(X’W)

J(d,F(x,w))

= Mmiera chyby:

O vedie k chybovému povrchu



e Kolmogorovova existencna teoréma o aproximacii neurénovymi sietami

Ak je dand lubovolna spojita funkcia f 1(0,1)p — R
(0.1)° = {X:(Xl’XZ"“Xp)E RP,0<x <1,previ<ic< p}, f(x): y

tak f mébze byt presne implementovand trojvrstvovou doprednou neurénovou

sietou, ktora ma P prvkov vo vstupnej vrstve, (2 P +1) prvkov v skrytej vrstve a
prvkov vo vystupnej vrstve.

Vstupna vrstva: distribuuje vstupny vektor x
Skryta vrstva:  prvky implementuju aktivacnu funkciu:

Z, = Zp‘,ikz//(xj +k5)+k
j=1



kde 1 - realna konstanta
w - spojita redlna monotdnne rastuca funkcia
E -racionalne Cislo 0<e<§

O - lubovolne zvolend kladna konétanta
Vystupna vrstva: prvky maju aktivacnu funkciu
2p+1
Vi = 20i(z)
k=1

kde funkcie G i =1,2,...,0| sU redlne a spojité

» funkcia ¥ =7 kondtanta € =? funkcia § =7
= existencna teoréma
= Ucinnejsi vysledok — univerzalna aproximacna teoréma



e trénovanie a pretrénovanie
o pretrénovanie: overtraining, overfitting

DOSTUPNE DATA

TRENOVACIA MNOZINA VALIDACNA MNOZINA TESTOVACIA MINOZINA

] hodnota J, ak trénovanie
je zastavené

hodnota J, ak trénovanie

J pre testovaciu
S ¥ N T | mnozinu

J pre trénovaciu mnozinu

Pocet trénovacich

tu treba trénovanie cyklov

zastavit’



o jeto:
= jav (fenomén)
= kritérium zastavenia ucenia!!! — ndzov ma vzajomné overovanie (,,cross
validation®)
o Matlab: ,early stopping”



e generovanie rozdielnych trénovacich mnozin
e k-nasobné delenie dat (k-fold data split)
o k rédznych podmnozin

Entire Original Training Data

k-1 Blocks — Shown in Dark Background — Selected One Block — Shown in Light

for Training Individual Classifiers Background — Is Left Out

— —
Classifier 1 Block 1 Block 2 Block 3 = Block k-1 Block &

Classifier 2 Block 1 Block 2 Block 3 Block &1 Block k
Classifier 3 Block 1 Block 2 Block 3 - Block k-1 Block k

Classifier k1 Block 1 Block 2 Block 3 Block &1 Block k

Classifier k Block 1 Block 2 Block 3 Block k-1 Block k

™

Polikar,R.: Ensemble
Based Systems in
Decision Making
IEEE Circuits and
Systems Magazine,
vol.6, no.3, pp. 21-
45, 2006



APROXIMACIA FUNKCIi (MAPOVANIE) NEURONOVYMI SIETAMI

Mapujuce neurdonové siete [Hech90] rieSia pribliznd implementaciu ohrani¢eného
mapovania alebo funkcie f:Ac R? — R" z ohranicenej podmnoziny A4 p-
rozmerného euklidovského priestoru do ohranitenej podmnoZiny f(4) q-
rozmerného  euklidovského priestoru za pomoci ucenia s prikladmi
(x.¥1).(x,.¥,).---.(X,. ¥, ).-.. tohto mapovania, kde y, = f(x,). Pre nade dagely
predpokladame, Ze tieto priklady mapovania f su generované vyberom vektorov x,
nahodne z mnoziny A4 podla danej hustoty pravdepodobnosti p(A) (p je nulové
mimo A4 ). Tiez predpokladame, Ze po uceni bude siet pouZita pre vektory X nahodne
vybraté podla p(4).

3.1 Meranie presnosti aproximacie funkcii

Predpokladajme, Ze neurdnova siet sa adaptuje modifikovanim synaptickych vah a nie
modifikaciou spojeni. Ked'je vektor X privedeny do neurdnovej siete, vystupny vektor
oznacime ako Y(x,w), kde w je vahovy vektor celej siete. Pre meranie presnosti siete
potrebujeme porovnat aktualny vystup siete Y(x,w) SO spravnym vystupom f(x)
cez velky pocet testovacich vzoriek.

Pre testovanie presnosti siete potrebujeme nové ndhodne vybraté priklady
(X1,¥1):(X2.¥2 )5 -o(X4. ¥ ). 0dli3né od prikladov pouZitych pre ugenie. Tito mnozinu
prikladov pre testovanie nazyvame testovacia mnoZina (“test set”). Tieto priklady
musia byt odlisSné preto, lebo ak by sme pouiZili rovnaké priklady pre ucenie aj
testovanie, zistili by sme iba ako dobre sa siet naucila priklady pre ucenie. Nas vsak
zaujima, ako dobre sa siet naudila aproximovat funkciu pre lubovolné hodnoty Xx.
Predpokladame, Ze testovacia mnozina je nekonecne velka.

Ak je dana siet a testovacia mnozina, siet mozZe byt testovana porovnanim jej vystupu
so spravnou hodnotou funkcie. Kazdé jednotlivé vyhodnotenie siete pre jeden priklad
sa nazyva testovacia skuska (“testing trial”). Nech (xk,yk) je priklad pouzity pre k -tu
testovaciu skuku, t.j. y, = f(x, ). Opat predpokladéme, Ze x, je vybraty nahodne z
mnoziny A podla danej hustoty pravdepodobnosti p. Teraz méZzeme definovat vyraz

(X W) :‘f(xk)—Y(xk,w)‘2 (3.1)

J, je Stvorec aproximacnej chyby siete pre k -tu testovaciu skisku. Predpokladame,
Ze vektor W je pocas testovania konstantny, vahy vtedy nemaji moznost adaptacie.
Strednad kvadratickd chyba siete J(W) (“mean-square error”) je definovand ako

I(w) = lim =373, (x,.w) (3.2)

N
—>00 k=1



za predpokladu, Ze tato limita existuje ( N je pocet testovacich prikladov). Alternativne
modzeme J(w) definovat ako

I(w) = [ |f(x) = Y(xw) p(x)dx (3.3)

Stredna kvadraticka chyba je dobre definovand pre vacsinu neurdnovych sieti.
Vlastnostou J(W) je, ze pri nahodnom vybere testovacich prikladov podla p nezalezi
na tom, ktoré priklady pouZijeme. Limita v (3.2) bude takmer vidy konvergovat k
rovnakej hodnote, ak je N velké. Jedna z mozZnosti, ako urcit velkost testovacej
mnoZziny je skusat stale vacsie testovacie mnoziny aZ pokial stredna kvadraticka chyba
zacne konvergovat k pevnej hodnote. Treba vSak poznamenat, Ze stredna kvadraticka
chyba ako meradlo spravania sa siete nie je vhodné vzdy. Ale praktické implementacie
vhodnejsich meradiel neexistuju. Preto je mnoho neurdnovych sieti zviazanych so
strednou kvadratickou chybou.

J(w)

min

Obr. 3.1 Typicky chybovy povrch

Ako je zrejmé, stredna kvadraticka chyba J(w) je funkciou vdhového vektora
w vyhodnocovanej neurdnovej siete. J(W) moZeme teda povaZzovat za funkciu
(povrch) nachadzajucu sa nad vahovym priestorom, J je vyska povrchu pre vahovy
vektor w. Tato funkcia je znama ako chybovy povrch (“error surface”) neurdnovej
siete. J je nezaporna funkcia, typicky chybovy povrch je na obr. 3.1. Je zrejmé, Ze
ciefom je najst také vahy, ktoré minimalizuju J. Typickym pripadom je, Ze minimum
J nie je nulové, pretoZe neurdnova siet nie je schopnd presne implementovat Ziadané
mapovanie. Teda minimalna hodnota J je J_.. > 0. Ak mbZeme najst vdhovy vektor
W, pre ktory J(W*) = J..,, potom neurdnova siet najlepsie aproximuje mapovanie.
Struktura chybového povrchu je rozhodujtcim faktorom pre mnohé neurénové siete.

3.2 Trénovanie a pretrénovanie
Jednym zo zavaznych problémov pri aproximacii funkcii je, Ze vo vacsine pripadov

nemame k dispozicii nekone¢né mnoizstvo trénovacich a testovacich prikladov. Ak by
takéto mnoiZstvo bolo k dispozicii, siet musi byt trénovana ¢o najvacsim poctom



prikladov. Jednou z mozZnosti, ako si byt isty, Ze mnoZiny su dostatocne velké, je ukazat,
Ze postupné zvysovanie velkosti tychto mnoZin uz neovplyviuje spravanie sa siete.
Inou cestou je testovat ¢innost siete pre trénovaciu aj testovaciu mnozinu a presvedcit
sa, ze tak pre trénovaciu ako aj testovaciu mnozinu su vysledky rovnaké. Avsak takyto
pripad je pomerne zriedkavy, a preto musime riesit problém, ked' mame k dispozicii iba
malé mnoistvo prikladov (na tomto mieste treba pripomendt, Ze ak je mnoiZstvo
udajov prilis malé, techniky neurénovych sieti jednoducho nebudu pracovat).
Najlepsim postupom je zacat vytvorenim testovacej mnoZiny. Ta musi obsahovat pokial
mozno ¢o najviac prikladov, ktoré sa moézu vyskytnat. Touto mnoZinou potom
testujeme Cinnost siete (samozrejme, siet na tuto mnoZinu nebola trénovana, od siete
pozadujeme schopnost generalizacie). Na trénovacej mnoZine teda siet trénujeme
a testovacou mnozinou je testujeme.

Necakanym javom pre niektoré neurdénové siete je pretrénovanie
(“overtraining”). Typicky pripad mozZno vidiet na obr. 3.2. Chyba siete, ak berieme do
uvahy iba trénovaciu mnoZinu, neustdle klesa. To je beZzny pripad pre mnohé siete.
Pocas trénovania musime ucenie v periodickych intervaloch zastavovat, vahy nechat
konstantné a zmerat spravanie sa siete pre trénovaciu testovaciu mnozinu. Z obr. 3.2
vidime, Ze chyba pre testovaciu mnozinu spociatku klesa, ale potom zac¢ne opat stupat.
Je teda zrejmé (a vyznacené aj na obrazku), kedy treba trénovanie zastavit. Pre siete,
ktoré netrpia pretrénovanim (napr. samoorganizujica sa mapa) sa ¢innost siete pocas
procesu ucenia zlepsSuje monotdnne. Pre tieto siete nie je teda potrebné vytvarat
trénovaciu testovaciu mnozinu. Najlepsim postupom je jednoducho pouzit pri
trénovani vSetky dostupné udaje.

J hodnota J, ak trénovanie
je zastavené

hodnota J, ak trénovanie

J pre testovaciu
mnoZzinu

J pre trénovaciu mnoZinu

>

. - Pocet trénovacich
tu treba trénovanie cyklov

zastavit’

Obr. 3.2 llustrdcia pretrénovania

Takéto spravanie sa sieti nie je len nazov javu (pretrénovanie) ale aj podstata
techniky tzv. vzdjomného overovania (,cross validation”). DokonalejSou verziou
vzdjomného overovania je tzv. k-ndsobné vzdjomné overovanie (,k-fold cross
validation)”, kedy dostupné data rozdelime na k podmnoZin a k-krat zopakujeme
postup, Ze trénujeme na trénovacej mnozine pozostavajucej z k-1 podmnozin



a testujeme na k-tej podmnozine, pricom testovaciu mnozinu postupne obmiefiame
od prvej az po k-tu.

Poznamka k ndzvosloviu: zavisi od autora konkrétneho literarneho zdroja di

softvérového produktu, akd terminolégiu pouZije. Casto sa namiesto pojmu testovacia
mnozina pouZiva pojem valida¢na (overovacia) mnozina.
Casto sa pouZiva aj pristup, ze dostupné data rozdelime na tri mnoZiny — trénovaciu,
overovaciu a testovaciu. Pomocou trénovacej mnoziny trénujeme, pomocou
validaénej mnoZiny sledujeme pretrénovanie a na zavere¢né zhodnotenie cinnosti
siete sa pouZije testovacia mnoZina. Takto je moiné zhodnotit Cinnost siete na
,nhezavislej mnoZine (testovacej) a nie na takej, pre ktori mala siet pocas trénovania
najmensiu chybu (validaénej).

3.3 Kolmogorovova existenéna teoréma o mapovani neurénovymi sietami

Problematikou aproximacie funkcii neurdnovymi sietami (nelinedrneho
vstupno-vystupného mapovania) sa zaobera napr. Kolmogorovova existen¢na teoréma
[Hech90]:

Ak je dand [lubovolnd  spojitd  funkcia f:(O,l)p — R° (kde
(0.1)" = {x:(xl,xz,...xp) eRP, 0<x <1, prevV1<i< p}), f(x)=y, tak f

méze byt presne implementovand trojvrstvovou doprednou neurdnovou sietou,
ktord ma p prvkov vo vstupnej vrstve, (2 p+ 1) prvkov v skrytej vrstve a  prvkov

vo vystupnej vrstve.

Prvky vstupnej vrstvy jednoducho distribuuju vstupny vektor X pre prvky v
skrytej vrstve.
Prvky skrytej vrstvy implementuju nasledovnu aktivaénu funkciu:

7, =32 w(x; +ke)+k (3.4)
j=1

kde redlna konStanta A a spojita redlna monotdnne rastuca funkcia w su nezavislé na
f (hoci zavisia od p). Konstanta ¢ je raciondlne Cislo 0 < £ <9, kde o je lubovolne
zvolena kladna konstanta.

Prvky vystupnej vrstvy maju nasledovnu aktivaénu funkciu:

yi = . 0:(z) (3.5)

kde funkcie g; 1=1,2,...,q st redlne a spojité (a zavisiaod f a ¢&).
To je véetko, ¢o je podla tejto teorémy zndme. Ziadny konkrétny priklad funkcie




v a konsStanty & nie je znamy. Nie je znamy Ziadny priklad funkcie g. Dokaz tejto
teorémy nehovori, ako tieto veli¢iny najst. Je to striktne existencna teoréma. Hovori
nam, Ze takato trojvrstvova dopredna siet musi existovat, ale nehovori, ako ju ndjst.

Existuju vSak aj uc€innejsie vysledky, napr. univerzalna aproximacna teoréma, ktorou sa
esSte budeme zaoberat.



