Kapitola 5

Siet s radialnymi bazovymi
funkciami
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RBF SIET - siet s radialnymi bazovymi funkciami
(RBF network, radial-basis function network)

Mnohorozmerna interpolacia a aproximacia radialnymi bazovymi funkciami

e RBF siet - navrhnutd z pohladu aproximacného problému v mnohorozmernom
priestore

e skryté neurdny - reprezentuju mnozinu funkcii, ktoré tvoria bazu pre
transformaciu vstupnych vektorov do priestoru skrytych neurénov

o tieto funkcie sa nazyvaju RBF - radidlne bdzové funkcie (“radial basis
function”)



Interpolacia

Ak je dand mnoZina N réznych bodov {Xi eR"[i=1,.., N} a N redinych Cisel
{d, eRli=LK,N}, potom ndjdi funkciu f :R* — R splfigjiicu podmienky:

_ funkcia f musi prechadzat
f (Xi ) = di , vi=1..,N : vsetkymi bodmi trénovacich dat

RBF pristup k interpolacii:

e N radialnych bazovych funkcii ¢i
4 :R* >R, ¢ =d(x—c
. 4:R" >R
XeR"

) i=1..N

HH -norma na R" (zvi&ta euklidovska)

) / centra radialnych bazovych funkcii
= Ci €R" -stredy (centrd) RBF sa nastavia do danych bodov X;,

tj. ¢, =X €R"i=L..,N




= funkcie .l =L..., N tvoria bazu linedrneho priestoru funkcii, a teda
interpolacna funkcia f bude ich linearnou kombinaciou:

zaroven chceme, aby

N — 1 —
0)=wid, = ;WMQ‘X e H) (Ia(li(id)o_sadcj’;ne ©\?I et

f(x,)= ZN:WJ-¢Q‘X—CJ-H)= d, 1=1..N < sUstava linearnych rovnic pre
=

nezname koeficienty W,

¢11 i ¢1N Wl dl

prvky matice su

4y = x|

,oznaéme to: dw =d
Oui - Pan | Wa dy

RIESENIE: W=@ d

Ale kde je neurénova siet?

, Tu ju vobec netreba!
ak matica @ je regularna




RBF - radialne bazové funkcie (“radial basis functions”)

2¢—>opre X| — oo

lokalizované bazové funkcie —
2
X
P X)=exp| —
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gaussovska funkcia, O je parameter (Sirka)

)

4R >R, ¢=9x—c,
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Cize " 2572

¢(X): (X2 + 02)_ a >0 iny priklad lokalizovanej RBF



nelokalizované bazové funkcie \I ¢ —> O pre ‘X‘ —> ©

¢(X): X In(x) thin-plate spline

#(x)=(x2+o2) 0< B <1

ak #=1/2, tzv. multikvadraticka funkcia (multiquadrics)

3
¢(X) =X kubicka funkcia

),

¢(X) = X linedrna funkcia ¢.:R" >R, &, :¢(Hx_ci|

sive 4 =|x—¢,




= mame teda interpolacnu schému, ale nevyhoda:

o pocet radialnych bazovych funkcii i sarovna poctu bodov, ktoré mame
interpolovat

o typickym pripadom vsak je, Ze pocet danych bodov je znacne vacsi
(aproximacny problém)



Aproximacia
= mame N bodov a N, funkcii ¢, pricom plati Ny <N

= problémy:

o ? uréenie centier C;, 1=1...,n,
o ? matica @ uzZ nie je Stvorcova (je typu N x ng), a teda neexistuje jej inverzia

= RIESENIA:
1)linedrna optimalizacia (metéda najmensich Stvorcov)

/ ®* ma vlastnost ®*® = 1, kde

I je jednotkova matica typu
Ny xN, a hodnost @ je N

2) pseudoinverzna matica @*

riedenim je W =®@*d

3)neurdnova siet — RBF siet pocita sa ako ®* = (O'®) '@’




RBF siet (je pre aproximaciu, konfiguracia p —no - q)

X1
Yi
X2 ~ '
) Yq
XP
Vstupna Vystupna
vrstva @ vrstva

Skryta vrstva
RBF prvkov

Trénovacia mnozina pre RBF
siet pozostava zo vstupno-
vystupnych parov

(x,,d, J)k =1,..,N  kde X, €R”
je vstup a d, €R" je Ziadana
odpoved



RBF siet pre aproximacny problém

e Pocet bazovych funkcii Mo sa nemusi rovnat poctu danych bodov N, pri¢om plati
N, <N,

e Centrd bazovych funkcii nemusia byt nastavené do danych vstupnych bodouv.
Urcenie centier sa tak stdva sucastou procesu ucenia.

e Namiesto rovnakého parametra o ma kazda bazova funkcia svoj vlastny parameter

o ; « v vy y v . .
!, ktory sa tiez urci pocas ucenia siete.

e Pre linearnu kombinaciu robenu vo vystupnej vrstve sa prida prah pre kazdy
vystupny neurdn. Prahy kompenzuju rozdiel medzi priemernou hodnotou aktivacii
bazovych funkcii a korespondujucou priemernou hodnotou ziadanych odpoved..



UCENIE RBF SIETE - 3 kroky

1. urcenie centier skrytych prvkov

e nahodny vyber Ny bodov z danych vstupov, ktoré nastavime ako hodnoty centier
e rovnomerné rozdelenie centier vo vstupnom priestore
e samoorganizované ucenie (jednoduché zhlukovanie, Kohonenova samoorganizujica sa
mapa)
= napr. k-priemerovaci zhlukovaci algoritmus (“k-means clustering algorithm”)

N nNg 2
El(cl,...,cno ): 22 5ilxi—ci
i=1 j=1
> Oj je funkcia (“cluster membership function”) reprezentovana maticou ndl a

jednotiek typu N xNy s jedinou jednotkou v kazdom riadku

> ak Xi patri do zhluku (klastra) okolo centra C;, potom 5ij =1



e k-priemerovaci zhlukovaci algoritmus:

1) Distribuuj centra ¢, ndhodne v priestore vstupov.
2)V Case N rob nasledovné:

5 Najdi centrum €.(n), ktoré je najblizZie vstupu x(n)
b) Posun centrum c.(n) smerom k x(n) podla vztahu

c(n+1)=c.(n)+0(n)x(n)-c,(n)

kde 6(n) je parameter rychlosti uéenia s hodnotou z intervalu od 0 po
1. ZvyCajne ma velku hodnotu na zacCiatku a postupne klesa k nule.



2.nastavenie pridavnych parametrov RBF

) _n 2 2 16
L fles—cf e, —c ) |_p

EZ(Gl""’Gno):EZ Z exp| —

r=1| s=1 Gr Gr

e minimalizacia Ez vzhladom na o,

e parameter P riadi prekrytie oblasti prislichajdcich roznym prvkom

e vacsSinou sa tato minimalizacia obchadza r6znymi heuristickymi postupmi,
napr. Sirka gaussovskej RBF:

» Sirka funkcie pre nejaky prvok sa nastavi na druht odmocninu strednej kvadratickej
hodnoty vzdialenosti prvku od jeho najblizSich susedov

» nastavenie rovnake;j Sirky pre vSetky RBF prvky



3. nastavenie vah Wy

® riesenie:

% o Wsrzi[qf]j{i%(x')d“]

oW

Sr

N
kde matica @ je definovana ako CD] IZ_1:¢J )¢ ( a @* je pseudoinverzna matica



Regularizacna teodria

e regulariza¢na tedria reguluje hladkost mapovania (mapovanie ma byt hladké)

E;(W): E3 +7/ER —— parameter 7 riadi pomer medzi E; a Eg

bol velky pre nezelané vlastnosti, ako
su napriklad velké oscilacie

E (W)= ;ZN:Zq:Zp:(ﬁsz(xl)T/ regularizaény ¢len Eg sa voli tak, aby




porovnanie RBF siete a MLP
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e Matlab:

o aproximacia radialnymi bazovymi funkciami (Radial Basis Approximation)
= demorbl

o neprekryvajuce sa radidlne bazové funkcie (Radial Basis Underlapping Neurons)
= demorb3

o prilis velky prekryv radialnych bazovych funkcii (Radial Basis Overlapping Neurons)
= demorb4



SIET S RADIALNYMI BAZOVYMI FUNKCIAMI

Siet s radidlnymi bazovymi funkciami je navrhnuta z pohladu aproximacného problému v
mnohorozmernom priestore. Skryté neurdny reprezentuju mnozinu funkcii, ktoré tvoria bazu
pre transformaciu vstupnych vektorov do priestoru skrytych neurénov; tieto funkcie sa
nazyvaju RBF - radidlne bdzové funkcie (“radial basis function”).

5.1 Mnohorozmerna interpoldcia a aproximacia radidlnymi bazovymi funkciami

Interpolaény problém v mnohorozmernom priestore moézeme formulovat nasledovne [Hla93]:

Ak je dand mnoZina N réznych bodov {Xi eRPli=1,..., N} a N redinych Cisel
{di eRli=1...,,N } , potom ndjdi funkciu f:R"” — R splfiajicu podmienky:

f(x)=d, Vi=1..,N (5.1)

Vsimnime si, Ze pre striktnu interpolaciu podla (5.1) je nutné, aby interpolacnd plocha (t.j.
funkcia f ) prechadzala vietkymi bodmi trénovacich dat.

Rézne interpolaéné metddy kladu na funkciu f rdzne pridavné podmienky. RBF
pristup zavedie N radidlnych bazovych funkcii @, kde ¢:R* — R,i=1,...,N, ktoré maj
tvar

# = #(|x—cl) (5.2)

kde R > R, x eR", | - || znamena nejakd normu na R” (va&Sinou byva euklidovska),
C, € R” st centra (“center”) tychto funkcii. Za centra radialnych bazovych funkcii sa nastavia
dané body X, €R",i=1...,N, t]. centra nadobudaji hodnoty ¢, =X; eR",i=1...,N.
Funkcie ¢| Jd=1,...,N tvoria bazu linedrneho priestoru funkcii, a teda interpolaéna funkcia
f bude ich linedrnou kombinaciou:

f(x) = gWM(HX - C,—H) (5.3)

Ked dosadime (5.3) do (5.1), dostaneme sustavu linedrnych rovnic pre nezname koeficienty

Wj:

¢11 ¢1N W, dl
s o= (5.4)
¢N1 ¢NN Wy dN



alebo

ow=d (5.5)

kde prvky matice ® = [QJ] (Casto nazyvanej interpolacnd matica) su definované nasledovne:

d = —cif),  ii=1...N (5.6)
V pripade, Ze matica @ je reguldrna, moéZeme najst jednoznacné riesenie

w=0"d (5.7)
Matica @ moze byt pre vSeobecnu funkciu ¢ singuldrna. Existuje vsak velka trieda funkcii,

ktora zarucuje regularnost matice @ (v pripade, Ze body X; su rozne). Naj¢astejSie pouzivand
je gaussovska funkcia v tvare [Bis96]

2

#(x) = exp(— zxazj (5.8)

kde o je parameter (nazyvany Sirka), ktory riadi hladkost interpolaénej funkcie. Gaussovska
funkcia podla (5.8) je lokalizovana bazova funkcia, ktora ma vlastnost ¢ — 0 pre |X| —> 0,
Inou moznostou volby bazovej funkcie s rovnakou vlastnostou je funkcia

¢(X) = (X2 + 0'2)70[, a>0 (5.9)

Nie je vSak nutnostou, aby funkcia bola lokalizovand; inou moznostou je zvolit funkciu (“thin-
plate spline”)

#(x) = x* In(x) (5.10)
alebo funkciu

#(x)=(x*+0%) ,0< <1 (5.11)

ktora je pre S = 1/2 znama ako multikvadraticka funkcia. Inou moznostou je napr. kubicka
funkcia

#(x) = x° (5.12)

alebo linearna funkcia



#(x) = x (5.13)

Funkcie (5.10) - (5.13) maju vlastnost, Ze ¢ — oo pre X — 0. Treba podotknut, Ze linedrna
funkcia podla (5.13) je pre X = HX - XiH nelinedrna pre prvky vektora X a v jednorozmernom
pripade vedie k po Castiach linedrnej interpolacnej funkcii, ¢o je najjednoduchsia forma
striktnej interpolacie.

Interpoldcia radidlnymi bazovymi funkciami sa méze fahko rozsirit na mapovanie F:R? — R*
F a d si potom usporiadané (-tice (fl,---,fq) a (dl,...,dq) a podmienka (5.1) je

zovSeobecnena na
f(x)=d, Vi=1..,N Vk=1..,q (5.14)

Funkcia f, ma tvar
fk(x):iwjkgﬁ(ux—cju), xeRP k=1...q (5.15)
=1

Koeficienty W, tejto linedrnej kombinacie méZzeme dostat podobne ako v (5.7).

Takto zadefinovana interpolacénd schéma ma nevyhodu v tom, Ze pocet radialnych
bazovych funkcii ¢, sa rovna poctu bodov, ktoré mame interpolovat. Typickym pripadom vsak
je, ze pocet danych bodov je znacne vacsi (aproximacny problém). Uvazujme pripad, Ze mame

N bodova n, funkcii @, pricom plati n, < N .V tomto pripade je prvym problémom urcenie
centier C;, | = 1...,n,. Méiu byt nastavené do niektorych z danych bodov, alebo
zadefinované inak (tomuto problému sa venujeme v dalSom).

Ak plati ny < N, problém je prespecifikovany, matica @ uz nie je Stvorcovad, a teda
neexistuje jej jednoznacna inverzia. RieSenie sa da najst pomocou linedrnej optimalizacie
pouzitim niektorej z linedrnych metdd najmensich Stvorcov. Inym postupom je pouzitie
pseudoinverznej matice ®@*, ktora ma vlastnost ®*® = |, kde |, je jednotkova matica typu
N, x N, a hodnost ®= n,. Riesenim je potom w =®*d a pseudoinverzna matica sa pocita
ako

O = (O'D) DT (5.16)
5.2 Dopredna siet s RBF prvkami

Interpolacénd a aproximacéna schéma vyuzivajlca radidlne bazové funkcie sa da reprezentovat
trojvrstvovou doprednou sietou s Uplne prepojenymi vrstvami. Takato RBF siet je zobrazena
na obr. 5.1. MéZe mat konfiguraciu p— N —(Q pre striktny interpolacny problém alebo
konfigurdciu p—n, —Q pre aproximacny problém.



Vstupnd
vrstva

Skrytd vrstva
RBF prvkov

Obr. 5.1 RBF siet

UvaZujme teraz aproximacny problém - potom pre RBF siet podla obr. 5.1 plati [Bis96]:
e Pocet bazovych funkcii N, sa nemusi rovnat po¢tu danych bodov N, pricom plati n, < N

e Centrd bazovych funkcii nemusia byt nastavené do danych vstupnych bodov. Urcenie
centier sa tak stava sucastou procesu ucenia.

e Namiesto rovnakého parametra o ma kazda bazova funkcia svoj vlastny parameter o,
ktory sa tieZ urci pocas ucenia siete.

e Pre linedrnu kombindciu robenu vo vystupnej vrstve sa prida prah pre kazdy vystupny
neurdn. Prahy kompenzuju rozdiel medzi priemernou hodnotou aktivacii bazovych funkcii
a korespondujucou priemernou hodnotou Ziadanych odpovedi.

Vstupna vrstva siete pozostava z P vstupnych prvkov koreSpondujucich s p-
rozmernymi vstupnymi vektormi. Kazdé spojenie medzi I -tym vstupnym prvkom a J-tym
skrytym prvkom obsahuje vahu Cii/ ¢o je I -ta suradnica centra ]-teho prvku. Skryty prvok
(tieZz nazyvany RBF prvok) najprv vypodita vzdialenost (napr. euklidovskd) medzi vstupnym
vektorom X a centrom C; a potom na tuto hodnotu aplikuje radidlnu bazova funkciu ¢@.
Vystup skrytého prvku je spojeny s vystupnou vrstvou cez vahu W, . Vystupné prvky su
linedrne, t.j. pocitaju vahované sumy svojich vstupov.

Trénovacia mnoZina pre RBF siet pozostdva zo vstupno-vystupnych parov
(Xk ,dk),k =1...,N, kde X, €R" jevstupa d, € R? je ziadan odpoved.

Na rozdiel od viacvrstvového perceptrénu je RBF trénovana v troch krokoch.
Prvym krokom je urcenie centier skrytych prvkov, ktoré su reprezentované vdhami medzi
vstupnou a skrytou vrstvou. Velmi jednoduchym rieSenim tohto problému je nahodny vyber
N, bodov z danych vstupov, ktoré nastavime ako hodnoty centier. Iny trivialny pristup
generuje rovnomerné rozdelenie centier vo vstupnom priestore.
Je vsak Ziaduce, aby centra vystihovali Strukturu vstupnych dat - to si vyZzaduje pre nastavenie
centier pouzit démyselnejsie algoritmy. Tato Uloha spada do kategdrie samoorganizovaného




ucenia, ¢o umoznuje vyuzit rozlicné algoritmy od jednoduchého klastrovania (“clustering”) az
po Kohonenovu samoorganizujicu sa mapu. Ani jeden z takychto algoritmov nevyuziva
Ziadané odpovede d, z trénovacej mnoZiny.
Je moZné pouzit napr. adaptivnu formulaciu k-priemerovacieho klastrovacieho algoritmu (“k-
means clustering algorithm”) [HIa93], ktory hfada minimum celkovej sumy vzdialenosti medzi
centrami (klastrami) C; a danymi bodmi X;:

El(cl,.. ) ZZ il - H (5.17)

kde 5 je funkcia (“cluster membership function”) reprezentovand maticou nul a jednotiek
typu N X N, s jedinou jednotkou v kazdom riadku. Ak X; patri do klastra okolo centra Ci,
potom &; = 1. Samotny algoritmus je nasledovny [HIa93]:
1) Distribuuj centra C; nahodne v priestore vstupov.
2) V case n rob nasledovné:
a) Najdi centrum cc(n), ktoré je najbliZsie vstupu x(n)
b) Posufi centrum ¢ (n) smerom k X(n) podla vztahu

C.(n+1) =c.(n)+6(n)x(n) —c (n) (5.18)

kde Q(n) je parameter rychlosti ucenia s hodnotou z intervalu od 0 po 1.
Zvycajne ma velkd hodnotu na zaciatku a postupne klesa k nule.
Druhy (volitelny) krok sluzi na nastavenie pridavnych parametrov RBF, ak nejaké su.
Zaoberajme sa velmi ¢asto pouzivanou gaussovskou radialnou funkciou v tvare

2
¢(x) = exp| — M (5.19)

o)

Jej parameter o reprezentuje Sirku funkcie @, a teda riadi radidlnu oblast okolo centra ¢ v
ktorej md uréity skryty prvok rozumnu odpoved. Sirky funkcii ovplyviiuju generalizaéné
schopnosti siete - ¢im st mensie, tym horsia generalizacia sa da ocakavat.

Vseobecne sa parametre riadiace Sirky funkcii daju najst minimalizaciou chybovej funkcie v
tvare

2

2 2
10| X (e, —c, C,—C,
EZ(G]_H-..,G”O):EZ Z[”O_—”) eXp —(”G—”j - P (520)

r=1| s=1 r

vzhfadom na o,. Parameter P riadi prekrytie oblasti prislichajucich réznym prvkom.
Vacésinou sa vsak tato minimalizacia obchdadza r6znymi heuristickymi postupmi. Napr. Sirka
funkcie pre nejaky prvok sa nastavi na druhd odmocninu strednej kvadratickej hodnoty



vzdialenosti prvku od jeho najblizsich susedov. Pocet najblizSich susedov sa €asto nastavi na
1. Omnoho jednoduchsim, ale ¢asto pouzivanym postupom je nastavenie rovnakej Sirky pre
v3etky RBF prvky. MdZeme si vSimnut, Ze (5.20) nezavisi ani na Zziadanych odpovediach d, , ani
na vstupoch X, . Zavisi iba od na pozicii centier C,, takZe pocas druhého kroku trénovania nie
je potrebné priviest vstupné vzorky.

V tretom kroku ucenia sa nastavuju véhy W, . Robi sa to minimalizaciou chybovej
funkcie

N

qu:(dkl - fk(x|))2 (5.21)

1=1 k=1

N~

Ey(W) = 53 Jd - 1) -

kde f(Xl) =Y, je odpoved (vystup) siete na vstup X,, fk(Xl) =Y, je odpoved (vystup) K -
teho vystupného prvku na vstup X,, W je matica [Wsr] - Cize s prvkami
w,,s=1...,gar=1...,n,.

Ak prvu parcidlnu derivaciu E, podla W, poloZime rovnu nule, dostaneme vztah
No N
+
W, = Z[CD ]_r(2¢j(x,)dklj (5.22)
-1 "=
kde matica @ je definovana ako

(@], =2.4i(x1) ¢ (x)) (5.23)

N
=1

a @* je pseudoinverzna matica.

5.3 Regulariza¢na tedria

Pre zlepsenie generalizacnych schopnosti siete je potrebné, aby mapovanie realizované sietou
bolo dostatoéne hladké. To mo6zZe byt problémom, zvlast ked data st zaSumené. Regularizacna
tedria (“regularization theory”) je vSeobecny pristup pre regulovanie hladkosti mapovania -
moze sa teda vyuZit v tretom kroku trénovania RBF siete.

K chybovej funkcii E; definovanej v (5.21) mézeme pridat novy ¢len E_; chybova
funkcia ma potom tvar

Ei(W)=E, +yEq (5.24)

Regularizacny ¢len E savolitak, aby bol velky pre nezelané vlastnosti, ako st napriklad velké
oscilacie. Tento clen zohladriuje nasSe predstavy o aproximacii poZzadovaného mapovania.
Redlny parameter y riadi pomer medzi E, a ER. Spravne nastavenie parametra y je
dolezité, avsak je zavislé od tej-ktorej tlohy. Vo vseobecnosti mézeme povedat, Ze nastavenie



parametra ¥ na velmi mali hodnotu spdsobi, Ze ¢len E, nebude mat takmer Ziadny ucinok,
zatial ¢o velka hodnota parametra y vedie k velmi hladkému mapovaniu, ktoré vsak
primerane nereprezentuje data.

Konkrétny tvar regularizacného ¢lena méze byt nasledovny:

Er(W)= %iii(ml (5.25)

Takto zvoleny regulariza¢ny ¢len “penalizuje” (t.j. ako €len vyjadrujici chybu zvySuje hodnotu
chybovej funkcie) funkcie s velkymi druhymi derivaciami, ¢ize s velkym zvinenim.

Ak prvu parcidlnu derivaciu E; podla W, poloZime rovnu nule, dostaneme podobne ako v
(5.22) vztah pre vypocet vah W, :

W, = i[qﬁ]jr(%% (x,)dk,j (5.26)

kde matica @ ma tvar

[\P]jr - i #i(xi) (%) + J/Zp: 522((2)(0 é’zg((le)

=1 i=1 i i

(5.27)

V [Pog90] vychadzajuc z regularizacne] tedrie si zavedené tzv. HyperBF siete, ktoré ako
aktivaénu funkciu ¢ skrytych prvkov pouzivaju vSeobecné Greenove funkcie. HyperBF siete
zahfnaju RBF siete ako Specialny pripad.

5.4 Aproximacné schopnosti RBF siete

Pri vysSetrovani aproximacnych schopnosti siete sa mozu pouZit dva pristupy: existencia
najlepSej aproximacie a schopnost univerzalnej aproximacie [Hla93].

O vlastnosti najlepsSej aproximdcie pre nejakd aproximacnu schému hovorime vtedy,
ak v mnozine aproximacnych funkcii (t.j. v mnozine funkcii koreSpondujicej so vsetkymi
moznymi volbami nastavitelnych parametrov) existuje taka funkcia, ktorda ma minimalnu
aproximacnu chybu pre fubovolnd danu funkciu, ktora sa ma aproximovat.

Co sa tyka vlastnosti najlepéej aproximécie, bolo dokazané, Ze viacvrstvovy perceptrén nema
vlastnost najlepsej aproximacie v triede redlnych mnohorozmernych spojitych funkcii (moze
ich v3ak aproximovat s fubovolnou presnostou).

Vo vSeobecnosti ani trieda RBF nema vlastnost najlepsej aproximacie. Ak vSak uvaZujeme
gaussovsku radidlnu bazovd funkciu ¢, ktora ma pevné centra a Sirky, potom trieda funkcii
realizovana korespondujicou sietou ma vlastnost najlepSej aproximacie, pretoZze je pre
nezname koeficienty (t.j. vahy vystupnej vrstvy) linedrna [Hay94]. V takomto pripade sa v
prvych dvoch krokoch ucenia nastavia hodnoty centier a sSirok, ktoré uz potom v tretom kroku



ucenia ostanu pevné.

Prejdime teraz k univerzdlnej aproximdcii. Problematika univerzalnej aproximacie
viacvrstvovym perceptrénom so sigmoidalnou nelinearitou sa Studovala velmi intenzivne,
napr. v pracach [Cyb89], [Hor91], [KUr92]. Vysledkom je, Ze funkciami tohoto typu je mozné
aproximovat [ubovolnud spojiti mnohorozmernu funkciu s lubovolnou presnostou. Najsilnejsi
vysledok je dokdzany v [Hor91] - pre kazdu ohrani¢enu a nekonstantnu aktivaénu funkciu je
siet s jednou skrytou vrstvou, ktora ma [ubovolne vela prvkov, univerzalnym aproximatorom.
Bolo dokazané, Ze aj radidlne bazové funkcie maju schopnost univerzalnej aproximacie.

Zaujemcom o detailnejSie poznatky o RBF sietach a hlavne o regularizacnej teodrii
mozno odporucit publikacie [Pog90], [Bis96], [Hay94].

5.5 Porovnanie RBF siete a viacvrstvového perceptronu

Tak RBF siete ako aj viacvrstvové perceptréony su prikladmi nelinearnych vrstvovych
doprednych sieti. Obe tieto siete su univerzalnymi aproximatormi. Nie je preto prekvapujuce,
Ze vidy existuje RBF siet schopna presne napodobit Specifikovany viacvrstvovy perceptrén a
naopak [Hay94]. AvSak pri porovnavani RBF siete a viacvrstvového perceptronu mézeme
okrem aproximacnych schopnosti prist aj k inym rozdielnostiam ¢i zhoddm pre tieto
neurdnové siete [Bis96], [Hay94]:

e Viacvrstvovy perceptrén moze mat jednu alebo viac skrytych vrstiev, RBF siet ma jedinu
skrytu vrstvu.

e  Prvky viacvrstvového perceptréonu, ¢i uz su skryté alebo vystupné, si zaloZzené na
jednotnom modeli neurénu. Pri RBF sieti su skryté a vystupné prvky rozdielne a plnia
uplne rozdielnu funkciu.

e Skryta vrstva RBF siete je nelinearna, vystupna linearna. Skryté aj vystupné vrstvy
viacvrstvového perceptronu su casto vSetky nelinearne, iba pri viacvrstvovom
perceptrone vyuzitom na nelinedrnu regresiu je zvycajne preferovana linedrna vystupna
vrstva.

e Aktivacna funkcia kazdého skrytého prvku viacvrstvového perceptronu pocita skalarny
sucin vstupného vektora a svojho vahového vektora. Argument aktivacnej funkcie
kazdého skrytého prvku RBF siete pocita euklidovskd vzdialenost medzi vstupnym
vektorom a svojim centrom.

e Viacvrstvovy perceptrén vytvara globdlnu aproximaciu vstupno-vystupného mapovania.
Z toho vyplyva, Ze je schopny generalizovat aj v regidonoch vstupného priestoru, kde je k
dispozicii iba malo trénovacich udajov, pripadne Ziadne. Vieme, Ze informdcia je vo
viacvrstvovom perceptrone distribuovana, Cize velmi vela skrytych prvkov prispieva k
urceniu vystupnej odpovede. Pocas trénovania sa musia parametre velkého mnoZstva
skrytych prvkov nastavit tak, aby siet odpovedala spravne na velky rozsah vstupov.
Vzajomna interferencia skrytych prvkov vedie k vysoko nelinedrnemu procesu ucenia s
problémami s lokalnymi minimami. Toto moze viest k velmi pomalej konvergencii procesu
ucenia aj pri pouziti niektorych vylepsujucich technik.

Naproti tomu RBF siet s lokalizovanymi bazovymi funkciami (lokalizované st poziciami svojich
centier) tvoria v priestore skrytych prvkov reprezentdciu, ktora je lokdlna, pretoze pre



dany vstupny vektor je vyznamnejsie aktivovanych iba zopdr skrytych prvkov. Preto sa
RBF siete mo6zu ucit velmi rychlo a so zniZzenou citlivostou na poradie prezentacie
vstupnych dat. V mnohych pripadoch vSak k tomu, aby bolo Ziadané mapovanie
dostatocne hladké, je potrebné velmi velké mnoZstvo bazovych funkcii (a teda aj skrytych
prvkov).

Vsetky parametre viacvrstvového perceptrénu sa zvyéajne nastavuju sucasne ako sucast
globalnej stratégie ucenia, ktord vyuziva ucenie s ucitelom. RBF siet je zvyCajne trénovana
v troch krokoch, kde v prvom a druhom kroku sa nastavia parametre bazovych funkcii
ucenim iba zo vstupnych dat bez ucitela; vahy vystupnej vrstvy sa nastavuju v poslednom
kroku vyuZzitim rychlych linedrnych metdd ucenia s ucitelom.



