Kapitola 6

Kohonenova samoorganizujuca sa
mapa

SAMOORGANIZUJUCE SA SYSTEMY ZALOZENE NA
SUTAZNOM UCENI



TEMY

* modifikacia stimulu lateralnou spétnou vizbou
* topologia siete
e usporiadanie neuronov (pravouhlé, hexagonalne)
 meradlo zhody
e vitaz
e topologicke okolie (susedstvo)
* ucenie
o priestorovo korelované
o vseobecné pravidla ucenia
o ilustracie mapovania pomocou SOM



Kohonenova samoorganizujuca sa
mapa

e patri medzi:

v' SAMOORGANIZUJUCE SA SYSTEMY ZALOZENE NA
SUTAZNOM UCENI

* samoorganizované ucenie

— t.j. uCenie bez ucitela

* SOM, Self-Organizing Map



Modifikacia stimulu lateralnou spatnou
vazbou

* |ateralna spatna vazba - zavisi od lateralnej vzdialenosti
z bodu jej posobenia

 jednorozmerna mriezka neuronov s doprednymi
spojeniami a lateralnymi spatnovazbovymi spojeniami
(lateralne su zobrazené iba pre stredny neurdn):




Modifikacia stimulu lateralnou spatnou
vazbou

* |ateralna spatna vazba - zvyCajne vyjadrena funkciou
mexického klobuka (“Mexican hat function”)

vystup

Tri typy lateralnych interakcii medzi
neurénmi:
1)  uzka oblast lateralnej
excitacie
2) oblast laterdlnej inhibicie
3) oblast slabsej excitacie,
ktora obklopuje inhibi¢cné

pasmo (tato oblast sa 0 \@/ vstup
zvyCajne zanedbava)

U¢&inky lateralnej spatnej vazby opisanej funkciou
mexického klobuka sa nahradzaju zavedenim
topologického okolia (“topological neighborhood”)
aktivnych neurdénov



SOM

* Princip vytvorenia topografickej mapy:
o poloha vystupného neurdnu koresponduje s priznakom vstupnych dat

e 1D, 2D, 3D, ..., mriezka

o umoznuje mat susediace neurdny
o pravouhlé al. hexagonalne usporiadanie neurénov

X =[X,%,.....x,]' €R” - vstupny vektor, ktory je spojeny

paralelne so vSetkymi prvkami 7 v sieti

w; =[W,;,W,,,...,w, ]' € R” - vahovy vektor prvku i

SUNS, M.Oravec, UIM FEI STU



Pravouhlé usporiadanie prvkov
samoorganizujucej sa mapy




Hexagonalne usporiadanie prvkov
samoorganizujucej sa mapy
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SOM

meradlo zhody
o skalarny sucin

o euklidovska vzdialenost
[x—w,|= miin{Hx—wi H}

vitaz
o minimalna vzdialenost definuje "vitaza" w,

priestorovo korelované ucenie

o uciace sa neurdny nepracuju od seba nezavisle, ale ako
podmnoziny neurdnov vo vzajomnom topologickom vztahu

topologickeé okolie (susedstvo) N(n)

SUNS, M.Oravec, UIM FEI STU N je z angl. neighborhood



Topologické okolie

Priklady topologického okolia Nc(n) . kde n <n, <n,

N(n) Okolie je velmi Siroké na
CLOLOLOLWoOLweoLeoLVee e e zaciatku a s ¢asom sa
N(nz)/’\Q © 00 000 e e ¢ monoténne zmensuje.
(R DAK SRN VAN Wi RN RN SEN VAN VY'Y
N.(n,) Q\Qi COOV VLY ZaCiatocné siroké okolie
© 0000 ¢ ¢ 0 ¢ ¢ ¢ dovoli mape priblizné,
"hrubé" globalne zoradenie
hdhdb BB ILJL L siete, potom zmensenie
CoOoveoveoveoveveeoev okolia zlepSi priestorovu
O O 0 0L 0L 0L OLOLOL O O rozliSitelnost mapy, pri
ktorom vsak ziskané

globalne zoradenie nie je
narusené
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Topologicke okolie
Priklady topologického okolia N.(n), kde n, <n, <n,

Nc(nl)/\
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U Ee n i e SO M 77(!’1) je parameter rychlosti uCenia

0< n(n) <1, n(n) ma s &asom klesat

w,(n+1) = {Wi (n)+ n(n)[x(n) —w, (n)] ak ieN(n)

w;(n) ak ieN(n)

h_(n) - skalarna kernelova funkcia

w;(n+1) = w; () + hy (n)[x(n) = w; (n)]

hci(n) = 77(n) vnutri okolia Nc(n) a hci(n) =0 mimo okolia N

[ ° .
hci(n)' vektory I'. a I; su suradnice prvkov ¢ a 1

h,(n)= ho(n)exp(— r— rCH2 /az(n))

kde h, = ho(n) a o =o(n) st vhodné klesajtice funkcie asu

SUNS, M.Oravec, UIM FEI STU



UcCenie SOM

e vSeobecné pravidla pre ucenie mapy:
— inicializacia vah

— pocet krokov ucenia

— parameter rychlosti ucenia
» faza globalneho zoradenia mapy
* faza jemného ladenia mapy

— topologické okolie
» faza globalneho zoradenia mapy
* faza jemného ladenia mapy

SUNS, M.Oravec, UIM FEI STU



Ucenie SOM

e |Inicializacia vah:

o néhodny vyber inicializaénych vdh  w;(0), jedinym
obmedzenim je, Ze by mali byt r6zne

e Pocet krokov ucenia:

o pocet krokov (krokom rozumieme privedenie jednej vstupnej
vzorky) aspon 500 krat vacsi ako pocet prvkov siete

o akje k dispozicii iba maly pocet vzoriek, musia byt opakované,
aby sa splnil pozadovany pocet krokov

SUNS, M.Oravec, UIM FEI STU



Ucenie SOM

e Parameter 77(”) ;

o pre priblizne prvych 1000 krokov mo6ze byt hodnota 77(”) blizko 1, potom
musi monotdnne klesat

o presné pravidlo nie je doblezité, 1= 77(”) moze byt linedrnou alebo
exponencidlnou funkciou, alebo moéze byt nepriamo iUmerné n

o napr. 7(n)=0.9(1-n/1000)

o Pocas tejto uvodnej fazy prebehne zoradovanie W;, ostatné kroky su
potrebné pre jemné vylepsSenie mapy

o po procese zoradenia mdze 5= p5(n) nadobudat malé hodnoty (napr. 0,01)
pocas dlhej doby ucenia

SUNS, M.Oravec, UIM FEI STU



Ucenie SOM

e Topologické okolie N (n):

o Ak je okolie na zaciatku ucenia priliS malé, mapa nebude zoradena
globalne. Namiesto toho bude r6zne "rozparcelovana".

o Tomuto javu méZeme predist, ak na zaiatku bude okolie N, = NC(O)
dostatocCne Siroké, a potom sa s asom zmensuje.

o Zatiatoény polomer N_. mbdZe byt dokonca vacsi ako polovica priemeru
Siete.

o Pocas priblizne prvych 1000 krokov, ked nastava spravne zoradenie siete a
n= 77(”) je dostatocne velké, sa moze polomer NC zmensovat linearne,
az bude obsahovat iba jeden prvok mapy.

o Pocdas procesu jemného vylepsenia moze N, este stile obsahovat
najblizSie susedné prvky prvku c.

SUNS, M.Oravec, UIM FEI STU



Poznamka

 SOM netrpi pretrénovanim

SUNS, M.Oravec, UIM FEI STU



ILUSTRACIE MAPOVANIA
POMOCOU SOM

SUNS, M.Oravec, UIM FEI STU



2D priestor vstupov -> 2D mapa

08F

mapa 10x10
2D rovnomerne rozdelene vstupy
VStupy X = [X1, X5]

] -1<x;<1
-1<x,<1

a) nahodne inicializované vahy

ol 1 - b) SOM po 50 iteraciach

| REE
wl 4| €)  SOM po 1000 iteraciach
ol 1T d) SOM po 10000 iteraciach

Kohonen,T.: The Self-Organizing
Map, Proc. of the IEEE, Vol.78,

SUNS, M.Oravec, UIM FEI STU No.9, 1990, str. 1464-1450
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2D priestor vstupov -> 1D mapa

Initial weights
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mapa 1x100
2D rovnomerne rozdelené vstupy
VStupy X = [X1, X2]

-1<X1<1

-1<X2<1
a) nahodne inicializované vahy
b) SOM po 10000 iteraciach
c) SOM po 25000 iteraciach

Kohonen,T.: The Self-Organizing
Map, Proc. of the IEEE, Vol.78,

j No.9, 1990, str. 1464-1480



Kohonen,T.: The Self-Organizing
Map, Proc. of the IEEE, Vol.78,
No.9, 1990, str. 1464-1480

2D priestor vstupov -> 2D mapa

2D rovnomerne rozdelené vstupy

vstupy X = [X1, Xz], -1<x3<1,  -1<xp<1
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Kohonen,T.: The Self-Organizing
Map, Proc. of the IEEE, Vol.78,
No.9, 1990, str. 1464-1480

2D priestor vstupov -> 1D mapa

2D rovnomerne rozdelené vstupy

VStupy X = [Xq, X5]

10009 10022 250ee




Kohonen,T.: The Self-Organizing

Map, Proc. of the IEEE, Vol.78,
No.9, 1990, str. 1464-1480
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Kohonen,T.: The Self-Organizing
Map, Proc. of the IEEE, Vol.78,
No.9, 1990, str. 1464-1480

3D priestor vstupov -> 2D mapa

3D vstupy X = [X1, X2, X3]




Matlab

democl

o Neurons in a competitive layer learn to represent different
regions of the input space where input vectors occur

demosm1l
demosm?2

nctool
o Neural Network Clustering Tool

SUNS, M.Oravec, UIM FEI STU



Matlab — ilustracie map

som.m

som_bloky2kratl.m
—  pre obraz oko.bmp
—  pre mapy 2x2, 4x4, 8x8

SUNS, M.Oravec, UIM FEI STU



Oko: bloky 2x1, SOM 2x2, 4x4, 8x8, 16x16
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Nella: bloky 2x1, SOM 2x2, 4x4, 8x8, 16x16
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Nella: bloky 2x1, SOM 8x8, 16x16 — zvacsené
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baboon: bloky 2x1, SOM 16x16
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Dajte do vyhladavaca

web traffic self-organizing map
social behaviour self-organizing map
customer behaviour self-oranizing map



/& web traffic self-organizing %
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web traffic self-organizing map = Hl, n

Web Obrazky Videa Spravy Mapy Viac - Vyhladavacie nastroje

Priblizny pocet vysledkov: 1 800 000 (0,39 sekind)

Vedecke clanky o web traffic self-organizing map

... anomalous network traffic with self-organizing maps - Ramadas - Citovane 218-krat
Multiple self-organizing maps for intrusion detection - Rhodes - Citovane 127-krat
Web usage mining using artificial ant colony clustering ... - Abraham - Citované 145-krat

Network traffic classification with Self Organizing Maps

ieeexplore ieee org/xpls/abs_all jsp?arnumber.. « PreloZit tito stranku

T Kiziloren - 2007 - Citované 10-krat - Savisiace Elanky

Network traffic classification with Self Organizing Maps ... Anomaly detection in
network traffic is one of the most challenging topics in the study of computer science ..
Use of this web site signifies your agreement to the terms and conditions.

Growing Hierarchical Self-Organizing Maps for Web Mining ...
www researchgate net/_/4309850_Growing_Hierarc .. - PreloZit tuto stranku

8. 4. 2014 - Publication » Growing Hierarchical Self-Organizing Maps for Web ... is
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KOHONENOVA SAMOORGANIZUJUCA SA MAPA

Délezitou Crtou neurdnovych sieti je schopnost ucit sa z prostredia a pomocou ucenia v
nejakom zmysle zlepsit svoju Cinnost [Hay94]. Viacvrstvovy perceptron a RBF siet su
prikladmi sieti, ktoré sa ucia s pomocou ucitela (maju teda pocas trénovania k dispozicii na
privadzané vstupy poZadované odpovede).

Kohonenova samoorganizujica sa mapa je prikladom siete pracujicej bez ucitela,
prostrednictvom samoorganizovaného ucenia. U&elom algoritmu pre samoorganizované
ucenie je objavit vo vstupnych vzorkach délezité priznaky, priCom sa toto objavovanie robi
bez ucitela.

6.1 Modifikacia stimulu lateralnou spatnou vazbou

Pri samoorganizujicej sa mape ma dblezitu ulohu laterdlna spdtnd vizba. Pod tymto
pojmom rozumieme Speciadlny druh spatnej vazby, ktorad zavisi od lateralnej vzdialenosti z
bodu jej posobenia. Uvazujme jednorozmernd mriezku neurénov zobrazenu na obr. 6.1,
ktora obsahuje dva typy spojeni - dopredné spojenia od zdroja excitacie (od vstupov) a
interné spojenia vnutri siete, ktoré reprezentuji spatnu vazbu kazdého jednotlivého
neurdnu a lateralnu spatnu vazbu medzi neurénmi.

Obr. 6.1 Jednorozmernd mriezka neuronov s doprednymi spojeniami a laterdlnymi
spdtnovédzbovymi spojeniami (laterdlne su zobrazené iba pre stredny neurdn)

Tieto dva typy spojeni slizia k uplne rozdielnym ucelom. Suma vahovanych vstupnych
signdlov pre kazidy neurdn slizi na detekciu priznakov. Kazdy neurdn takto vytvdra
selektivnu odpoved na uréitu konkrétnu podmnozinu vstupnych signalov. Spatnovazbové
spojenia vytvaraju bud' excitacné, alebo inhibi¢né efekty - to zavisi na vzdialenosti od
neurdnu.

Laterdlna spdatnd vazba je zvyéajne vyjadrend “funkciou mexického klobuka”
(“Mexican hat function”), ktora je uvedend na obr. 6.2.



vystup

® © ®

Obr. 6.2 Funkcia “mexicky klobuk” pre laterdIne spojenia

Podla tohto obrazku rozozndvame tri typy laterdlnych interakcii medzi neurénmi:
1) Uzka oblast lateralnej excitacie
2) oblast lateralnej inhibicie
3) oblast slabsej excitacie, ktora obklopuje inhibicné pasmo (tato oblast sa zvycajne
zanedbava)

Neurdnova siet podla obr. 6.1 vykazuje dve dolezité vlastnosti. Siet ma tendenciu
koncentrovat svoju aktivitu do zhlukov (klastrov), ktoré sa zvyknd nazyvat “aktivacné
bubliny” (“activity bubbles”). Druhou vlastnostou je, Ze poloha aktivaénych bublin je urcena
charakterom vstupnych signalov.

Analyzou vlastnosti aktivacnych bublin (vid napr. [Hay94] alebo [Kva97]) je moziné
dospiet k nasledovnym skuto¢nostiam:

e Vystup neurdnu | sa moze idealizovat ako

Yi = (6.1)

a ak neurdn j je vnatri bubliny
0 ak neuron j je mimo bubliny

kde a je hranicna hodnota nelinearnej funkcie, ktora urcuje vstupno-vystupnu
charakteristiku neurénu j.

e Ucinky laterdlnej spatnej vizby opisanej funkciou mexického klobuka sa nahradzaju
zavedenim topologického okolia (“topological neighborhood”) aktivnych neurdnov. Toto
okolie koreSponduje s aktivaénou bublinou, a kedZe zahfiia Ucinky lateralnej spatnej
vazby, takto zadefinovany model siete uz nema lateralne spojenia.

e Povolené su zmeny velkosti topologického okolia. Vacésie okolie zodpoveda silnejsej
kladnej laterdlnej spatnej viazbe, mensie okolie zodpoveda silnejSej zapornej lateralnej
spatnej vazbe. Analogicka uvaha plati pre dvojrozmernd mriezku neurénov, kedy je vsak
topologické okolie aktivneho neurdnu dvojrozmerné.

6.2 Samoorganizujlica sa mapa

Hlavnym cielom Cinnosti Kohonenovej samoorganizujucej sa mapy (“Kohonen self-organizing



map”) [Koh90], [Hech90], [Rit92], [Hay94], [Kva97] je transformovat vstupnl vzorku
[ubovolného rozmeru do jednorozmernej alebo dvojrozmernej mapy, toto transformovanie
sa robi adaptivne a ma charakter topologického zoradovania [Hay94].
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Obr. 6.3 Usporiadanie prvkov samoorganizujucej sa mapy:
a) pravouhlé
b) hexagondine

Princip vytvorenia topografickej mapy mozino sformulovat nasledovne [Koh90]: Poloha
(suradnice) vystupného neurdnu v topografickej mape koreSponduje s urcitym priznakom
vstupnych dat.
Vystupné neurdny su usporiadané zvyéajne v jednorozmernej alebo v dvojrozmernej
mriezke. Tato topoldgia umoznuje, aby kazdy neurén mal mnozZinu susednych neurdnov.
Uvazujme dvojrozmernu siet prvkov [Koh90] zobrazenych na obr. 6.3. Prvky mozu
byt zoradené hexagonalne, pravouhlo a pod. Takymto schematickym obrazkom mame teraz
na mysli mriezkové Struktury neurénovych sieti.
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Obr. 6.4 Priklady topologického okolia N C(n), kde n, <n, <n,

a) pre pravouhlo usporiadané prvky mapy
b) pre hexagondine usporiadané prvky mapy

Nech X =[X;,X,,...,X 1" €R® je vstupny vektor, ktory je spojeny paralelne so
vSsetkymi  prvkami 7 v tejto sieti. Vahovy vektor prvku i  ozname
W, = [Wig, Wiy ,..., W, 17 €RP,

NajjednoduchSim analytickym meradlom pre zhodu X a W,; je sucin XTWi. \Y
mnohych pripadoch je vsak vhodnejsim meradlom kritérium zaloZzené na euklidovskej
vzdialenosti medzi x a W;. Minimadlna vzdialenost definuje "vitaza" w,.

Je velmi dolezité, Ze prvky realizujice ucenie nepracuju od seba nezavisle, ale ako

topologicky vztiahnuté podmnoZiny (“topologically related subsets”), ktorym je vnutend
podobna forma korekcie. Je to vlastne priestorovo korelované ucenie, pri ktorom maju



véhové vektory tendenciu dosiahnut hodnoty usporiadané (zoradené) pozdi? osi siete.
Definuje sa preto okolie (“neighborhood set”) N, okolo prvku c. Pocas kaidého kroku
ucenia su prvky patriace okoliu N_ upravované, zatial ¢o prvky leziace mimo okolia N,
ostani nedotknuté. Okolie N, je sustredené okolo prvku, ktory je v najvacsej zhode so
vstupom x (v euklidovskom zmysle):

[x—w,|= miin{Hx—Wi H} (6.2)

Sirka (alebo polomer) okolia N, je ¢asovou premennou, okolie N, je velmi Siroké na
zaCiatku a s ¢asom sa monotdnne zmensuje. Vysvetlenie tohto pristupu je nasledovné:
ZacCiatocné Siroké okolie dovoli mape priblizné, "hrubé" globdlne zoradenie siete, potom
zmensenie okolia zlepsi priestorovu rozlisitelnost mapy, pri ktorom vsak ziskané globalne
zoradenie nie je narusSené. To je znazornené na obr. 6.4. Je dokonca mozné ukoncit proces
ucenia pre Nc(n) =C, (kde n je poradové Cislo cyklu pri procese ucenia); to znamen3, ze
bude upravovany iba prvok s najlepsou zhodou, t.j. vitaz. V tomto pripade ide o jednoduché
sutazné ucenie.
Proces adaptdcie (v zapise pre poradové Cislo cyklu n) je
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w;(n+1) = (6.3)

kde 77(!’1) je parameter rychlosti ucenia nazyvany aj skalarny adaptacny zisk (“scalar
adaptation gain”) 0 < n(n) <1, n(n) by malo s ¢éasom klesat.
Alternativny zapis vyuZziva skalarnu funkciu (“scalar kernel function”) hCi = hCi (n):

w;(n+1) = w;(n) +hy (n)[x(n) = w; (n)] (6.4)

kde hg(n) = 7(n) vndtri okolia N.(n) a hy(n) =0 mimo okolia N,. Definicia mdze ale byt
omnoho vseobecnejSia. Ak oznacime suradnice prvkov ¢ a i vektormi I, a [I;, potom
vhodny tvar pre /,; moze byt

ha(n) = ho(n)exp(- I —r.|’ /,6’2) (6.5)

kde hy = hy(n) a = A(n) st vhodné klesajtice funkcie Easu.
Vseobecné pravidla pre ucenie mapy su uvedené v [Koh90].
e Inicializdcia vah:
Proces adaptacie moze zacat nahodnym vyberom inicializacnych vah Wi(O), jedinym
obmedzenim je, Ze by mali byt r6zne.
e Pocet krokov ucenia:
PretoZe ucenie je stochasticky proces, konecna Statistickd presnost mapovania zavisi od
pocétu krokov, ktory musi byt dostatocne velky, tato poZiadavka sa nijako neda obist.



Istym empirickym pravidlom je, Ze pre dobru Statisticku presnost by mal byt pocet krokov
(krokom rozumieme privedenie jednej vstupnej vzorky) asporn 500 krat vacsi ako pocet
prvkov siete. Pocet prvkov vektora x nema vplyv na pocet iteracnych krokov, povoleny je
velky pocet prvkov vektora x. Ak je k dispozicii iba maly pocet vzoriek, musia byt
opakované, aby sa splnil poZzadovany pocet krokov.

Parameter n(n) :

Pre priblizne prvych 1000 krokov moZe byt hodnota 77(n) blizko 1, potom musi
monotdénne klesat. Presné pravidlo nie je dolezité, n = n(n) moZe byt linedrnou alebo
exponencidlnou funkciou, alebo méZe byt nepriamo Umerné n. Prikladom je
n(n) = 0.9(1— n /1000). Pocas tejto Gvodnej fazy prebehne zoradovanie w,, ostatné
kroky su potrebné pre jemné vylepSenie mapy. Po procese zoradenia mbéie 1 = 77(n)
nadobudat malé hodnoty (napr. 0,01) pocas dlhej doby ucenia.

Topologické okolie N C(n) :

Mimoriadna pozornost musi byt venovana vyberu N, = N(n). Ak je okolie na zatiatku
ucenia prili§ malé, mapa nebude zoradena globalne. Namiesto toho bude rézne
"rozparcelovand". Tomuto javu moZeme predist, ak na zaciatku bude okolie N, = NC(O)
dostatocne 3iroké, a potom sa s ¢asom zmen3uje. Zaciatocny polomer N, mobze byt
dokonca vacsi ako polovica priemeru siete. Pocas priblizne prvych 1000 krokov, ked'
nastava spravne zoradenie siete a 1= 77(n) je dostatocne velké, sa moze polomer N,
zmensovat linearne, aZz bude obsahovat iba jeden prvok mapy. Pocas procesu jemného
vylepsenia moze N este stéle obsahovat najblizsie susedné prvky prvku c.



