Kapitola 7

PCA a PCA siete

SAMOORGANIZUJUCE SA SYSTEMY ZALOZENE NA
HEBBOVOM UCENI



TEMY

e PCA

e Linedrny neuron s Hebbovym ucenim z pohladu PCA

e Samoorganizujuca sa PCA - generalizovany Hebbov algoritmus
e Adaptivna PCA vyuzivajuca laterdlnu inhibiciu — APEX

e CPCA (constrained PCA)

e Dalsie rozsirenia PCA



Extrakcia priznakov

Priestor Priestor
dat priznakov
transformacia
dim: p dim: m=p
dim: m<p
dekoreldcia

redukcia dimenzie

m feature extraction
m priznak — najdolezitejSia, charakteristicka vlastnost dat



e hladajme taku transformaciu ktora bude optimalna z hfadiska minimalizacie
strednej kvadratickej chyby rekonstruovaného a originalneho vektora dat

o analyza hlavnych komponentov PCA (, principal components analysis")
" nazov pouzivany v Statistike

o Karhunenova - Loeveho transformdcia KLT (,,Karhunen - Loéve transform")
" nazov pouzivany v teorii stochastickych procesov



ANALYZA HLAVNYCH KOMPONENTOV
(PCA - principal component analysis)

X= [XO, Xiy X yenns Xlo_1 -nahodny vektor dizky p, E[X] =0

U= [UO,Ul,U2 ,...,Up_l]T -jednotk. vektor, na

ktory sa bude robit projekcia dat

a=u'x=x'u - projekcia x na u (skalarny sucin x a u)

Statistické vlastnosti projekcie (ndhodnej premennej) a:

o strednd hodnota

E[a]=E|u"x|=u"E[x]=0

o rozptyl (variancia, disperzia)

o2 =Ela?|=E|u"x)x"u)|=u’

korelacnd matica R,




= korelacnd matica nahodného vektora x (je to Stvorcova a symetricka
matica):
T T
R, =E[xx"|=R]
e Rozptyl projekcie a je funkciou jednotkového vektora u:

o2 =Ela’|=p(u)=u"R u

o volba jednotkovych vektorov (ktoré budu tvorit bazu diskrétnej ortogonalnej
transformacie) je klucova pri extrakcii priznakov

o CIEL: najst také jednotkové vektory u, pre ktoré bude mat funkcia W(U) =
Ela2 J extrémy — lokalne maxima alebo minima.



vektory U,,U,,U,,...,U 01 su ortonormalne:
1 i=]
.
Veta: Ui Uj :{ . i
0 1#]
Uu'u=I
Pre symetrické realne stvorcové matice existuje takd na transformacia U, ze

plati

inverzna matica k matici U sa rovna
transponovanej matici U:

UTRXU =A, kde A=
u't=U"'

o U= [UO,Ul, u,,...,u p—1J' baza linearnej transformacie

. , , . T T
o stlpce s vlastné vektory korelagnej matice R, = E{XX J= R,

= zodpovedaju vlastnym cislam korelacnej matice A ,/Y,l,...,ip_l

" su usporiadané podla velkosti, 4, >4, >..> 4, a Ao = Ayax



e Pre bazové vektory plati

A k=]
uiRu ={" J
0 k=]

ale zaroven aj
o’ = W(uj)z A, pre ]=01...,p-1
Z uvedeného vyplyvaju dve dolezité skutocnosti:
e Vlastné vektory korelacnej matice RX nahodného vektora x definuju jednotkové
vektory Uj - tie reprezentuju hlavné smery, vzhladom na ktoré maju W(Uj)
extrémy,

e prisluchajuce vlastné Cisla definuju hodnoty tychto extrémov.



Reprezentacia dat

e je p roznych projekcii:  a; = UTJ-X =x"u i 1=0,1,..,p-1

e A= [ao y Ay, Ay, ap_l - vektor hlavnych komponentov

e ANALYZA:
o SYNTEZA: X:Ua:Zajuj
j=0
m-1

REDUKCIADIMENZIE:  X'= Y au;, m<p

% =0

Je to aproximacia vektora x vektorom X' a plati
ﬂ,o > ﬂl >LL> /Im_l > /1m > > /Ip_l (vektor a bol skrateny o prvky,

ktoré poradim zodpovedaju najmensim vlastnym cislam).

e d, je prvy hlavny komponent -

projekcia na vlastny vektor korelacnej
matice, ktory zodpoveda najvacsiemu
vlastnému Cislu korelacnej matice

A, je druhy hlavny komponent -

projekcia na vlastny vektor, ktory
zodpoveda druhému najvacSiemu
vlastnému cislu korelacnej matice

d, je treti hlavny komponent -

projekcia na vlastny vektor, ktory
zodpoveda tretiemu  najvacsSiemu
vlastnému cislu korela¢nej matice, atd.




PCA ("principal components analysis"), analyza hlavnych komponentov

0 [Hay94]

e mnozina dvojrozmernych dat

e horizontalna a vertikalna os reprezentuje obvyklu suradnicovu sustavu pre tieto data

e Natocené osi oznacené ako 1 a 2 reprezentuju suradnicovu sustavu ziskand pomocou PCA aplikovanej
na zobrazené dvojrozmerné data (sU tam zobrazené aj hustoty pravdepodobnosti dat po projekcii).

e Projekcia dat na os 1 ma maximalny rozptyl, vystihuje charakteristické, vyznacné priznaky dat; na tejto
osi vidime, Ze ide o data pozostavajuce z dvoch zhlukov (“cluster”). Tento vyznacny priznak dat vsak
uplne zanika pri projekcii na os 2.



Postup pri redukcii dimenzie dat

vstupné data

v
korelacna matica R,

v

vlastné vektory a vl. Cisla matice R,
ortogonalna projekcia na vlastné vektory
matice R, zodpovedajuce najvacsim
vlastnym cislam

Pozn.: Vypocet korelacnej matice je ndarocCny, napr. pre vektory dimenzie 1000 bude korelacnd matica typu
1000x1000, bude mat 1000 vl. ¢isel a 1000 vl. vektorov. Neurdnové siete umozriuju robit tento vypocet
priamo z dat, bez vypoctu korelacnej matice.



Linearny neurdn s Hebbovym ucenim z pohladu PCA

= takyto neurdn je filtrom pre prvy hlavny komponent vstupnych dat

w,(n)

X,(n)

X,(n)

y(n)

X,.(1)

= Hebbovo pravidlo u€enia

w.(n+1)=w (n)+nry(n)x.(n), i=01,...,p-1



Normalizovanie:

W (n+1)= w; (n)+77y(n)x(n)

le[wi )+ ny(n ()P

=0

w,(n+1)=w;(n)+7y(n)x(n)-y(n)w (n)]

= pre pocet iteracii iduci k nekonecnu
w(n)— q, pren — oo

" (, je vlastny vektor korel. matice R a zodpoveda najvéicsiemu vliastnému &islu

Ay



Samoorganizujuca sa PCA - generalizovany Hebbov algoritmus

e P vstupov, M vystupov, N < P
e neurodny vystupnej vrstvy siete su linearne

p-1
e vystup yj(n) neurénu J: Y;(N) = iji (n)x.(n), J=01..m-1
i=0

e Generalizovany Hebbov algoritmus GHA

) 1=01..,p-1
Avv,-i(n)=n{yj(n)xi<n)—y,-(n)zwkxn)yk(n)} R

j=01..m-1



inak zapisané + maticovy tvar:

AW (n) =7y (X (M) = 7y (W (), j =01,...m-1
kde

X() = X() — 3w, (1), (n)

x’(n) je modifikovana verzia vstupného vektora

e Neuron 0O

j=0 x'(n)=x(n)

redukuje sa na algoritmus pre jediny neurdén - z x(n) extrahuje prvy hlavny
komponent



e Neurdn 1

j=L x(n)=x(n)-w,(n)y,(n)

Neurén 0 uz skonvergoval k prvému hlavnému komponentu, neurén 1 dostava
vstupny vektor x’(n), z ktorého je uz odstraneny prvy vlastny vektor korelacnej
matice R

Neurdn 1 extrahuje 1. hlavny komponent vektora x'(n) - Cize 2. hlavny komponent

originalneho vstupného vektora x(n)



Neuron 2:

j=2 X(n)=x(n)-wy(n)yo(n)—w,(n)y,(n)
Neurdny 0 a 1 uz skonvergovali k prvému a druhému hlavnému komponentu

Neurdn 2 dostava vstupny vektor x’(n), z ktorého je uz odstraneny prvy a aj druhy
vlastny vektor korelaénej matice R
Neurdn 2 extrahuje 1. hlavny komponent vektora x’(n) - Cize 3. hlavny komponent

originalneho vstupného vektora x(n)

e Podobne sa dé pokracovat aj pre dalSie neurdny siete



e Kazdy vystupny neurdn reprezentuje odpoved na urcity konkrétny vlastny vektor
korelacnej matice vstupného vektora

e Vystupy jednotlivych neurédnov su zoradené zostupne podla vlastnych Ccisel
korelacnej matice

e Takéto vysvetlenie ¢innosti - pre pochopenie ¢innosti. Redlna ¢innost siete je tak3,
ze vSetky neurony siete konverguju sucasne a celkova doba ucenia je kratSia ako
keby sa vzdy trénoval postupne iba jeden neurodn.



Zhrnutie GHA

Krok 1: Inicializuj v ¢ase n=1 synaptické vahy Wji siete na malé nahodné hodnoty.

Parameter rychlosti uCenia 77 nastav na malé kladne Cislo.
Krok2:Pren=1j=01,...m-1 a 1=0J1,..., p—1 pocitaj

Y, () = 3w, ()X, (n)

AW, (1) = 7] ¥, ()%, (1)~ ¥, ()3 W ()Y, ()

kde x. (n) je i-ty prvok vstupného vektora x(n) typu p x1a M je pocet Zziadanych hlavnych

komponentov.

Krok 3: Inkrementuj N, chod na krok 2 a pokracuj, pokial vahy W, nedosiahnu ustalené
hodnoty. Pre velké n synapt. vaha W; neuronu | konverguje k | -temu prvku vlastného

vektora zodpovedajuceho |-temu vlastnému Cislu korelacnej matice vst. vektora x(n).



Adaptivna PCA vyuzivajuca lateralnu inhibiciu - APEX

= APEX - adaptive principal component extraction

= aj antihebbovské spatnovazbové spojenia

= qglgoritmus APEX - pre rekurzivny vypocet hlavnych komponentov

» ak mame k dispozicii prvych j hlavnych komponentov, potom APEX vie vypocitat (j +1.)
hlavny komponent iterativnym spdsobom

Siet' s laterdlnymi spojeniami vyuZivajuca algoritmus APEX

= vystupné neurdny su linearne



= Dva druhy synaptickych spojeni:
e Dopredné spojenia vstupnych prvkov siete a vystupnych neurénov
Vahovy vektor neurénu | je

w;(n) = [wy(n), w(n)..,w,,(n)]
podla Hebbovho pravidla ucenia, excitacné
e Laterdlne spojenia z vystupov jednotlivych neurénov 0.1,..., j —1 do neurdnu |
zavedie sa spatna vazba
spatnovazbovy vahovy vektor

a; (n) = [ajo(n)’ ajl(n)""’aj,j—l(n)]T

podla antihebbovského pravidla u€enia, inhibicné

= \ystupny neurdn |:
Yi (n) = WTj (n)X(n)"' aTj (n)yj—l(n)
kde WTj (n)x(n) je prispevok od doprednych spojeni
a' (n)y ,(n) je prispevok od laterdlnych spojeni siete

= Spatnovazbovy vektor:

yj—l(n) = [yo(n)’ yl(n)""’ yj—l(n)]T



= Rovnice pre upravu vah:
w;(n+1)=w,(n)+7ly,(0)x(n) -y (nw, (n)]
a;(n+1)=a,(n)-nly,(n)y 1)+ y(n)a;(n)]

= Konvergencna teoréma
Ak sa parametru rychlosti ucenia n priradi dostatocne mala hodnota zarucujuca pomalu

upravu vahovych vektorov, potom
limw.(n)—q,

nN—0

a

limof(n)—> 4,

kde q; je normalizovany vlastny vektor korelacnej matice R, /11- je zodpovedajuce vlastné
éislo, a*(n)=Ely*(n)] a 4 >4 >..> 4 >..> 4, >0.

Inak povedane, ak su dané vlastné vektory (,,q,,...,q; ;, potom neuron | siete pocita

nasledujtce najvécsie viastné &islo A ; 0 zodpovedajuci vlastny vektor q;.



Zhrnutie algoritmu APEX
Krok 1: Inicializuj v case n =1 vektor doprednych vah W; a vektor spatnovazbovych vah a,

siete na malé nahodné hodnoty. Parameter rychlosti u¢enia 77 nastav na malé kladné cislo.

Krok 2: Nastav j=0 apre n=12,..., pocitaj
Yo(n)=wsx(n)
W, (n+1) =Wy (n)+ 7]y, (Mx(N) - y2 (Mwy (1)),
kde X(n) je vstupny vektor. Pre velké n plati
w,(n) =,
kde g, je vlastny vektor zodpovedajuci najvacsiemu vlastnému cislu korelacnej matice
vektora x(n).

Krok 3: Nastav j=1apre n=12,..., pocitaj
yj—l(n) — [yo(n)’ yl(n)""’ yj—l(n)]T
y;(n)=wi(n)x(n)+aj(n)y;,(n)
w;(n+1)=w,(n)+nly;(0x(n)-y(nw, (n)]
a;(n+1)=a, (n)—ry[yj (n)y ;. (n)+y2(n)a;(n)



Krok 4: Inkrementuj |, chod na krok 3 a pokracuj az po j=m-1, kde m sa rovna poctu
pozadovanych hlavnych komponentov. Pre velké n plati:

w;(n)—>q;, a(n)-0,
kde (; je vlastny vektor zodpovedajuci najvacsiemu vlastnému cislu korelacnej matice
vektora x(n).



Pozn.: APEX — vyuzitelny pre vsetky aplikdcie PCA, navyse CPCA (constrained PCA)

Dal3ie rozéirenia PCA

e 2D-PCA (2-dimensional PCA)

e (PC)2A

e E(PC)’A (enhanced (PC)?A)

e SPCA (singular-value-perturbed PCA)

APCA (adaptive PCA)



Matlab — STPRTool:

o PCA
®  STPRTool, pp28.m

J Figure 1 :
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PCA A PCA SIETE

7.1 Analyza hlavnych komponentov

Hladajme taku transformaciu ktord bude optimadlna z hladiska minimalizacie strednej
kvadratickej chyby rekonstruovaného a origindlneho vektora dat. Vysledok nas privedie k
analyze hlavnych komponentov PCA (,principal components analysis") [Hay94], ¢o je bezny
nazov pre tento postup pouzivany v Statistike; v tedrii stochastickych procesov sa ¢asto hovori
o Karhunenovej - Loéveho transformdcii [Ros82].

Nech x:[xo,xl,xz,...,xpfl]T je ndhodny vektor dizky p, ktory reprezentuje vstupné data.
Predpokladajme, Ze jeho stredna hodnota je nulovj, t.j. E[X]: 0.V pripade, Ze E[X];t 0 je
moznost strednd hodnotu odpocitat z dat pred analyzou.

Nech u :[uo,ul,uz,...,upfl]T je jednotkovy vektor (||u||=ﬁ:l), na ktory budeme robit

projekciu vektora x.
Dalej nech

a=u'x=x'u (7.1)
je projekcia vektora x na jednotkovy vektor u, je to teda skaldrny sucin vektorov x a u.
Statistické vlastnosti projekcie (ndhodnej premennej) a st nasledovné: Jej stredna
hodnota je
E[a]=E[u"x]=u"E[x]=0 (7.2)
a jej rozptyl (variancia, disperzia) je
o? =Ela?|= E|u™x)xTu)|=uTE[xx" b =u"R u (7.3)
kde
R, = E[xx" |=RI (7.4)

X

je korelacna matica ndhodného vektora x (je to Stvorcova a symetricka matica).
Rozptyl projekcie a je teda funkciou jednotkového vektora u, ¢o symbolicky zapiSeme

o= E[az]: w(u)=u'R,u (7.5)



aznamena to, Ze volba jednotkovych vektorov (ktoré budu tvorit bazu diskrétnej ortogonalnej
transformadcie) je klicova pri extrakcii priznakov. Cielom je ndjst také jednotkové vektory u,
pre ktoré bude mat funkcia y(u) extrémy — lokdlne maxima alebo minima.

RieSenie je ukryté vo vlastnych vektoroch a vlastnych &islach korela¢nej matice R ,:

Pre symetricku redlnu Stvorcovu maticu existuje taka ortogonalna transformacia U, Ze plati
[Bir79]

U'RU=A, (7.6)
kde
U :[uo,ul,uz,...,up_lj (7.7)

je ortogondlna matica predstavujuca linedrnu transformaciu s bazovymi vektormi

Ug,U;,Uy,...,U, ,, ktoré su vlastnymi vektormi matice Rx a su ortonormalne:

1 Q=
iU {0 i (7.8)

KedZe podla (7.8) plati, 22 U'U =1, kde Ije jednotkovd matica, potom inverzna matica
k matici U sa rovna transponovanej matici U:

U—l — UT (79)
Matica A zo vztahu 7.6 ma tvar

A =diag|dg, Ay, Ay 4 | (7.10)

t.j. je to diagondlna matica obsahujuca na hlavnej diagonale vlastné ¢isla matice Rx.
V tychto zépisoch usporiadajme vlastné cCisla zostupne

(A >A>.>A,5 8 Ay = Ayax ) (7.11)

a vlastné vektory usporiadajme podla ich zodpovedaijucich vlastnych Cisel.
Pre bazové vektory plati

A k=]
uRu, ={" 7.12
JYxTk {0 ki_] ( )

a podla (7.5) aj



62=1//(uj)=/1j, pre j]=01,..,p-1. (7.13)

Z uvedeného vyplyvaju dve dolezité skutocnosti:
e Vlastné vektory korelacnej matice R, nahodného vektora x definuju jednotkové

vektory u; -tie reprezentuju hlavné smery, vzhladom na ktoré maju W(uj) extrémy

e Prislichajuce vlastné Cisle definuju hodnoty tychto extrémov

Reprezentacia dat
PretoZe existuje p réznych jednotkovych vektorov, mézeme zadefinovat p réznych projekcii
na tieto vektory

Ty — xT i

a; =u;x=xuj, j=01...,p-1 (7.14)
Usporiadajme tieto projekcie do vektora

a= [ao,al,az,...,apf1 (7.15)

a plati:
e a, jetzv. prvy hlavny komponent — projekcia na vlastny vektor korela¢nej matice, ktory

zodpoveda najvacsiemu vlastnému Cislu korela¢nej matice
e a, je druhy hlavny komponent — projekcia na vlastny vektor, ktory zodpoveda

druhému najvaésiemu vlastnému cislu korelacnej matice
e 4, je treti hlavny komponent — projekcia na vlastny vektor, ktory zodpoveda tretiemu

najvacsiemu vlastnému Cislu korelaénej matice, atd.
Analyza dat (dopredna transformacia) sa da zapisat v tvare

a=x"U=U"x (7.16)

a syntéza dat (rekonstrukcia origindlneho vektora x z projekcii aj, spatna transformacia) v

tvare

(7.17)

Jednotkové vektory u;teda tvoria bazu priestoru dat a vektor x je ich linedrnou kombinaciou.

Redukcia dimenzie
Zanedbajme vo vztahu (7.17) linedarne kombinacie s malym rozptylom:



x’:Zajuj, m<p (7.18)

Je to vlastne aproximécia vektora x vektorom X' a plati 4, >4 >...> 4, , >4, >...> 4,

(vektor a bol skrateny o prvky, ktoré poradim zodpovedaju najmensim vlastnym cislam).



