
Kapitola 10

Súborové učenie



Súbory (skupiny): boosting, 
silné a slabé učenie, 
AdaBoost

Ensembles: Boosting, Weak and Strong 
Learning, AdaBoost



Ensemble learning

 ENSEMBLE
 súbor, skupina

 ENSEMBLE LEARNING
 skupinové učenie
 učenie súboru (klasifikátorov)

 ENSEMBLE BASED SYSTEM
 systém založený na súboroch
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 R. Polikar: Ensemble Based Systems in Decision Making
 IEEE Circuits and Systems Magazine, vol.6, no.3, pp. 21-45, 2006
 dal som do AIS

 http://users.rowan.edu/~polikar/RESEARCH/PUBLICATIONS/csm06.pdf

SUNS, M.Oravec, ÚIM FEI STU

http://users.rowan.edu/~polikar/RESEARCH/PUBLICATIONS/csm06.pdf


Ensembles (slov. súbory)

 „ensemble based systems“
 pred vykonaním konečného rozhodnutia hľadáme názory iných, 

zvážime ich (váhujeme)
 konzultácia s viacerými expertami

 iné názvy:
 multiple classifier systems
 committee of classifiers
 mixture of experts
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Princíp

Trénovacie dáta

Dáta 1 Dáta mDáta 2        

Žiak 1 Žiak 2 Žiak m       

Model1 Model2 Model m       

Kombinovanie modelov Výsledný model
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Prečo použiť systémy založené na 
súboroch
 štatistické dôvody

 dobrá klasifikácia trénovacích dát neznamená dobré správanie pre testovacie 
dáta (poznáme aj z NS)

 pomôže kombinácia (priemerovanie) viacerých klasifikátorov

 veľké množstvá dát
 rozdelenie dát na menšie časti, trénovanie klasifikátorov, potom kombinácia 

ich výstupov

 malé množstvá dát
 „resampling“ – vytvorenie viacerých náhodne sa prekrývajúcich podmnožín 

dát, trénovanie klasifikátorov, potom kombinácia ich výstupov
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Prečo použiť systémy založené na 
súboroch
 príliš náročná úloha pre jeden klasifikátor

 „rozdeľuj a panuj“ – rozdelenie priestoru na menšie (a menej náročné) 
časti, klasifikátory pre tieto jednoduchšie časti, potom ich kombinácia
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Prečo použiť systémy založené na 
súboroch

 fúzia dát
 niekoľko  dátových množín z rôznych zdrojov (heterogénne dáta)
 dáta z každej modality do príslušného klasifikátora, potom ich kombinácia
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Generovanie jednotlivých klasifikátorov

 selekcia klasifikátorov
 každý klasifikátor je expertom pre istý podpriestor
 kombinácia:

 klasifikátor najbližší (na základe metriky) k vstupnému vektoru má najvyššiu 
váhu

 niekoľkým takýmto lokálnym expertom sa umožní hlasovať

 fúzia klasifikátorov
 celý súbor klasifikátorov sa učí celý priestor
 kombinácia:

 spojenie jednotlivých (SLABÝCH, weak) klasifikátorov vznikne jeden (SILNÝ, 
strong) expert s najlepším výkonom

 napr. bagging, boosting, ...
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Diverzita

 rôznorodosť, rozmanitosť
 stratégia pre systémy založené na súboroch:

 vytvoriť veľa klasifikátorov, skombinovať ich výstupy
 celková činnosť bude lepšia ako pre jeden klasifikátor

 jednotlivé klasifikátory musia robiť chyby pre rôzne príklady (každý 
klasifikátor má byť unikátny)

 súbor diverzitných klasifikátorov:
 klasifikátory, ktorých rozhodovacie hranice sú navzájom rozličné
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Ako dostať diverzitné klasifikátory?
1)  pomocou rozdielnych trénovacích množín

 napr. resampling techniky – bootstrapping, bagging

SUNS, M.Oravec, ÚIM FEI STU with 

replacement



Ako dostať diverzitné klasifikátory?
 generovanie rozdielnych trénovacích množín

 k-násobné delenie dát (k-fold data split)
 k rôznych prekrývajúcich sa množín

SUNS, M.Oravec, ÚIM FEI STU without 

replacement



Ako dostať diverzitné klasifikátory?

2)  pomocou rozdielnych trénovacích  parametrov pre jednotlivé 
klasifikátory
 napr. množina MLP, rôzne inicializácie, rôzne konfigurácie, rôzne požadované 

chyby...
 možnosť riadenia nestability jednotlivých MLP -> diverzita

3) kombinácia úplne rozdielnych typov klasifikátorov
 napr. MLP + SVM + rozhodovacie stromy + nearest neighbor klasifikátory

4)  využitím rozdielnych príznakov
 tzv. random subspace method 

 Diverzita sa najčastejšie dosahuje pomocou 1) 
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Dve súčasti systémov založených na 
súboroch

1. stratégia na vytváranie súboru (klasifikátorov) s 
maximálnou diverzitou

 bagging, boosting, AdaBoost, stacked generalization, mixture of 
experts, ...

2. stratégia na kombinovanie výstupov klasifikátorov
 správne rozhodnutia sa zosilnia, nesprávne sa zahodia
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bagging, boosting, AdaBoost, stacked generalization, mixture of experts, ...

1) 

STRATÉGIA NA VYTVÁRANIE SÚBORU 
(KLASIFIKÁTOROV) S MAXIMÁLNOU DIVERZITOU
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Weak learner, base classifier

 slabý žiak (weak learner))
 žiak, učiaci sa

=
 základný klasifikátor BC (Base Classifier)

 jednoduchý klasifikátor, ktorý je schopný klasifikovať ľubovoľnú
vstupnú vzorku lepšie ako náhodne (pravdepodobnosť úspechu je 
väčšia ako 50%).
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Bagging

 bagging = bootstrap aggregating
 bootstrappové repliky trénovacích dát
 kombinácia výstupov – väčšinovým 

hlasovaním
 vhodné pre malé dátové množiny
 od 75% do 100% vzoriek do 

jednotlivých trénovacích podmnožín
 neurónové siete a rozhodovacie 

stromy sú vhodnými klasifikátormi
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Boosting
 boosting - 3 slabé 

klasifikátory:
 C1 – trénovanie na náhodnej 

podmnožine
 C2 – trénovacia množina: ½  

dobre klasifikovaných príkladov z  
C1 a ½ zle klasifikovaných

 C3 – trénovanie na príkladoch, 
pre ktoré si C1 a C2 odporujú

 C1, C2, C3 sa skombinujú  
väčšinovým hlasovaním do 
silného klasifikátora
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Adaboost.M1

 AdaBoost  - viacero verzií

 AdaBoost.M1 (multiclass)

 AdaBoost.R (regression)

 trénovanie slabého klasifikátora na príkladoch vybratých 
z iteratívne aktualizovaných rozdelení trénovacích dát

 aktualizácia zaručí, že príklady, ktoré predchádzajúci klasifikátor 
klasifikoval nesprávne, sú zahrnuté do trénovacích dát nového 
klasifikátora s väčšou pravdepodobnosťou

 kombinácia váhovaným väčšinovým hlasovaním
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Adaboost.M1

SUNS, M.Oravec, ÚIM FEI STU

• rozdelenie váh Dt(i) pre trénovacie príklady 
xi, i = 1, . . . , N z ktorých sa postupne 
vyberajú dátové podmnožiny St pre 
klasifikátor (hypotézu) ht

• pri inicializácii je rozdelenie rovnomerné, 
všetky príklady majú rovnakú šancu dostať 
sa do prvej trénovacej množiny



Adaboost.M1

SUNS, M.Oravec, ÚIM FEI STU

• chyba εt klasifikátora ht sa tiež váhuje 
týmto rozdelením

• chyba εt musí byť menšia ako ½

• výpočet normalizovanej chyby βt ,
pre 0 < εt < ½
máme 0 < βt < 1.



Adaboost.M1
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pravidlo úpravy rozdelenia:

• váhy dobre klasifikovaných príkladov 
aktuálnou hypotézou sa znížia činiteľom  βt

• váhy zle klasifikovaných príkladov sa 
nezmenia

• po normalizácii sa teda váhy zle 
klasifikovaných príkladov zvýšia



Adaboost.M1
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• hlasovanie váhovanou väčšinou  (rozdiel 
od baggingu a boostingu)

• dobre klasifikujúce klasifikátory majú 
väčšiu váhu

• 1/βt je meradlom správania sa, pre 
malú chybu je veľké – niekedy až príliš, 
pre možné problémy so stabilitou sa 
používa log



Adaboost.M1 - blokový diagram
 algoritmus je sekvenčný:
 klasifikátor CK sa vytvorí pred klasifikátorom CK+1, čiže βK a DK sú  už k dispozícii
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Adaboost.M1

 chyba trénovania E (ensemble error) je zhora ohraničená 

 εt <1/2 => E klesá s každým ďalším klasifikátorom

 dobrá odolnosť voči pretrénovaniu!
 súvisí s margin theory

 rozmedzie (margin) vzorky x je jej vzdialenosť od rozhodovacej hranice
 rozmedzia sme študovali pri SVM (maximalizácia rozmedzia medzi vzorkami a 

rozhodovacou hranicou)
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Adaboost a SVM
 podporné vektory definujú rozmedzie, ktoré oddeľuje triedy
 SVM aj AdaBoost maximalizujú rozmedzie
 AdaBoost zosilňuje (boostuje) aj rozmedzia

SUNS, M.Oravec, ÚIM FEI STU



Dobrý materiál o Adaboost:

 http://www.comp.leeds.ac.uk/scsjso/adaboost_talk.pdf

SUNS, M.Oravec, ÚIM FEI STU

http://www.comp.leeds.ac.uk/scsjso/adaboost_talk.pdf
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Stacked generalization
 kumulovaná, zásobníková generalizácia
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Mixture of Experts
 „zmes expertov“

 súbor – množina klasifikátorov
C1, …, CT

 kombinátor
 nie je klasifikátor, ale jednoduché 

pravidlo (náhodný výber, váhovaná 
väčšina, váhovaný víťaz)

 klasifikátor 2. stupňa CT+1
 priraďuje váhy pre kombinátor
 väčšinou je to neurónová sieť

 Mixture-of-experts je algoritmus pre 
selekciu klasifikátora
 jednotlivé klasifikátory sú expertmi pre 

časť skúmaného priestoru, kominátor 
vyberie najlepší alebo váhuje viacero 
dobrých ...
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2) 

STRATÉGIA NA KOMBINOVANIE VÝSTUPOV 
KLASIFIKÁTOROV
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Stratégia na kombinovanie výstupov 
klasifikátorov
 2 taxonómie

(i) trénovateľné alebo netrénovateľné pravidlá kombinácie

 trénovateľné  (dynamické)

 parametre kombinátora (váhy) sa určia samostatným trénovacím algoritmom (napr. EM)

 netrénovateľné

 napr. váhované väčšinové hlasovanie

(ii) pravidlá kombinácie, ktoré sa aplikujú buď na značky tried alebo na spojité 
výstupy špecifické triedam

 aplikácia na značky tried ωj, j = 1, . . . , C

 aplikácia priamo na spojité výstupy jednotlivých klasifikátorov

 napr. na spojité výstupy MLP alebo RBF siete
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Stratégia na kombinovanie výstupov 
klasifikátorov

(ii) pravidlá kombinácie, ktoré sa aplikujú na značky tried alebo na spojité 
výstupy špecifické triedam

 kombinovanie značiek tried
 Majority Voting
 Weighted Majority Voting
 Behavior Knowledge Space (BKS)
 Borda Count

 kombinovanie spojitých výstupov
 Algebraic combiners

 mean rule, weighted average, trimmed mean, 
Minimum/Maximum/Median Rule, product rule, Generalized Mean, 

 Decision Templates
 Dempster-Shafer Based Combination
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Ktoré vytvorenie súborou alebo ktoré 
pravidlo kombinácie je najlepšie?

 neexistuje najlepší klasifikátor pre všetky klasifikačné problémy
 najlepší algoritmus závisí od štruktúry dát a apriórnej znalosti

 podobné platí aj pre pravidlá kombinácie 

SUNS, M.Oravec, ÚIM FEI STU



Ilustrácie
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 Na grafe sú 2 triedy po 100 objektov. Na generovanie dát bol použitý 
banana shaped classes. Na trénovanie bolo použitých 40% dát, zvyšok 
slúžil na testovanie.

 Klasifikátor bpxnc (back-propagation), klasifikátor MLP.

SUNS, M.Oravec, ÚIM FEI STU

Banana set, použitých viac neurónov v 
skrytej vrstve

MLP klasifikátor, 5,15 a 50 neurónov v 
skrytej vrstve

Banana set, použité 3 neuróny v skrytej 
vrstve

MLP klasifikátor, 3 neuróny  v skrytej vrstve



 Výsledok súboru klasifikátorov

SUNS, M.Oravec, ÚIM FEI STU

Súbor klasifikátorov

mean, voting a maximum kombinátor

Súbor klasifikátorov

mean, voting a maximum kombinátor



 Na grafe sú 2 triedy po 100 objektov. Na generovanie dát bol použitý 
spherical shaped classes. Na trénovanie bolo použitých 40% dát, 
zvyšok slúžil na testovanie.

 Klasifikátor bpxnc (back-propagation), klasifikátor MLP.
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Spherical set, použitých viac neurónov v 
skrytej vrstve

MLP klasifikátor, 5,15 a 50 neurónov v 
skrytej vrstve.

Spherical set, použité 3 neuróny v skrytej 
vrstve

MLP klasifikátor, 3 neuróny  v skrytej vrstve.
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Súbor klasifikátorov

mean, voting,  maximum a product
kombinátor

Súbor klasifikátorov

mean, voting,  maximum a product 
kombinátor

 Výsledok súboru klasifikátorov
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Jednotlivé klasifikátory

lineárny, kvadratický, parzen a back-
propagation klasifikátor.

Súbor klasifikátorov

mean, voting,  maximum a product 
kombinátor

 Jednotlivé klasifikátory a výsledok súboru 
klasifikátorov


