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Extrakcia príznakov učením bez 
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autoasociačné kódovanie 

 



SUNS, M.Oravec, ÚIM FEI STU 

Autoasociačné kódovanie 
 
 využíva sa aj v hlbokých neurónových sieťach (deep neural networks) 

o  angl. autoencoder 
  
 
 Niektoré zdroje: 

 
o Autoencoders, http://ufldl.stanford.edu/tutorial/unsupervised/Autoencoders/  

 
o Kukačka, M.: Overview of Deep Neural Networks (2012), 

http://www.mff.cuni.cz/veda/konference/wds/proc/pdf12/WDS12_117_i1_Kukacka.pdf  
 
o Embrechts, M. J.,  Hargis, B. J., Linton, J. D.: Augmented Efficient BackProp for 

backpropagation learning in deep autoassociative neural networks (2010), 
http://ieeexplore.ieee.org/document/5596828/  

 
o What is the difference between convolutional neural networks, restricted Boltzmann 

machines, and auto-encoders?, http://stats.stackexchange.com/questions/114385/what-
is-the-difference-between-convolutional-neural-networks-restricted-boltzma  

 
o Le, Quoc V.: A Tutorial on Deep Learning Part 2: Autoencoders, Convolutional Neural 

Networks and Recurrent Neural Networks (2015), 
http://ai.stanford.edu/~quocle/tutorial2.pdf  

 
o What is an Autoencoder? | Two Minute Papers, 

https://www.youtube.com/watch?v=Rdpbnd0pCiI   

http://ufldl.stanford.edu/tutorial/unsupervised/Autoencoders/
http://www.mff.cuni.cz/veda/konference/wds/proc/pdf12/WDS12_117_i1_Kukacka.pdf
http://ieeexplore.ieee.org/document/5596828/
http://stats.stackexchange.com/questions/114385/what-is-the-difference-between-convolutional-neural-networks-restricted-boltzma
http://stats.stackexchange.com/questions/114385/what-is-the-difference-between-convolutional-neural-networks-restricted-boltzma
http://ai.stanford.edu/~quocle/tutorial2.pdf
https://www.youtube.com/watch?v=Rdpbnd0pCiI
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Autoasociačné transformačné kódovanie pomocou viacvrstvového 
perceptrónu 

 
 
 
 
 

 
 

 

Systém pre kompresiu obrazu využívajúci viacvrstvový perceptrón 
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Príznaky získané pomocou autoasociačného MLP 64-8-64 
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a) 64-2-64 (0,25 bit/bod) b) 64-6-64 (0,75 bit/bod) 

  
c) 64-8-64 (1 bit/bod)  d) 64-12-64 (1,5 bit/bod) 

 
Obraz Nela, viacvrstvový perceptrón 64-m-64, 8 bitov na koeficient 
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Operácie s výstupmi skrytej vrstvy autoasociačného MLP, 
usporiadanie, preusporiadanie 
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Vizualizované obrazy VSV pre usporiadanie: 
8x8 (rozmery obrazu 128x64) 
8x2 (rozmery obrazu 128x64) 
8x1 (rozmery obrazu 256x32) 
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Výsledky vizualizácie pre rôzne typy usporiadania 
 

 
NELLA; 64-m-64;  usp mx1; m=2,6,8,12 

    
NELLA; 64-m-64;      NELLA; 64-m-64;  

usp mx2; m=2,6,8,12     usp mx4; m=2,6,8,12 
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Výsledky vizualizácie pre preusporiadanie typu 1 
 

 
NELLA; 64-m-64;  usp mx1; m=2,6,8,12 

 

 
NELLA; 64-m-64; usp mx2; m=2,6,8,12 
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NELLA; 64-m-64; usp mx4; m=2,6,8,12 
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Redukcia dimenzie nelineárnou PCA pomocou viacvrstvového perceptrónu 
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Autoasociačné transformačné kódovanie pomocou viacvrstvového perceptrónu 

 

Autoasociačné kódovanie uvádzame aj preto, lebo je dôležitou súčasťou hlbokých neurónových 

sietí („deep neural networks“). Dá sa pekne vysvetliť na prípade kompresie obrazu. 

Kompresia obrazu pomocou viacvrstvového perceptrónu je založená na autoasociácii 

vstupných blokov obrazu. Systém pre kompresiu obrazu je uvedený na obr. 13.1 [Cot88], 

[Cot89]. Je založený na princípe extrakcie príznakov viacvrstvovým perceptrónom pracujúcom 

v autoasociatívnom móde činnosti. 

 

 
 

Obr. 13.1. Systém na kompresiu obrazu využívajúci viacvrstvový perceptrón 

 

 Obraz je rozdelený na bloky rozmeru 8 × 8 obrazových prvkov, každý blok teda 

obsahuje 64 osembitových obrazových prvkov. Používa sa viacvrstvový perceptrón, ktorý 

pozostáva zo 64 vstupných prvkov, 64 výstupných neurónov a m neurónov v skrytej vrstve. 

Vstupmi do siete sú prvky vektora x . Výstupmi siete je 64 hodnôt, ktoré budú, ak je všetko 

v poriadku, veľmi blízke hodnotám prvkov vektora x . Neuróny skrytej vrstvy sú zodpovedné 

za vyjadrenie 64 vstupných hodnôt nejakým spôsobom iba m  hodnotami, z ktorých môže byť 

64 pôvodných hodnôt rekonštruovaných vo výstupnej vrstve. Úlohou vstupnej a skrytej vrstvy 

je teda mapovanie 64-rozmerného priestoru do m -rozmerného priestoru (kde 64m ), pričom 

sa minimalizuje MSE pre výstupnú vrstvu [Bas92]. 

 Použitie systému pre kompresiu obrazu je teda takéto: Vstupná a skrytá vrstva sa 

nachádza na vysielacej strane. Po privedení bloku 64 obrazových prvkov do siete vytvorí skrytá 

vrstva súbor m  čísel, ktoré sú kvantované. Týchto m  čísel je prenesených cez prenosový kanál. 

Výstupná vrstva siete sa nachádza na prijímacej strane, m  výstupných hodnôt skrytej vrstvy je 

privedených do výstupnej vrstvy, aby sa zrekonštruovalo 64 hodnôt obrazového bloku. Ak sa 

výstupy skrytej vrstvy kvantujú 8 bitmi, tak kompresný pomer je v tomto prípade m64 . 

Samozrejme, výstup siete nebude identický so vstupom, ale činnosť systému je dobrá. 

Pri učení siete sa používa trénovacia množina vytvorená z obrazov, ktoré štatisticky 
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reprezentujú obrazy, o ktorých sa predpokladá, že budú komprimované. 

 

Zhodnotenie a modifikácie kompresie obrazu viacvrstvovým perceptrónom 

 Autori [Cot88], [Cot89] tejto metódy uvádzajú, že subjektívna úroveň kvality obrazov, 

ktoré sú výsledkom ich techniky, je porovnateľná s inými spôsobmi kompresie obrazu. Iným 

ich poznatkom je, že činnosť systému sa zhoršuje pre obrazy, ktoré sú štatisticky nekonzistentné 

s obrazmi použitými pre trénovanie. Ak použili pre trénovanie obrazy ľudí v interiéri a na 

testovanie obrazy automobilov, pozorovali výrazné zhoršenie kvality testovaných obrazov. 

Uvedená konfigurácia pre bloky 8 × 8 je typická, samozrejme je možné použiť aj iné 

konfigurácie. 

 Túto metódu kompresie obrazu môžeme zaradiť medzi metódy transformačného 

kódovania; avšak iba pri použití lineárnych skrytých a výstupných neurónov môžeme hovoriť 

o lineárnej transformácii. Čo sa však týka kvality rekonštruovaného obrazu, výsledky pre 

lineárne a nelineárne siete sú približne rovnaké [Don95]. Výsledkom trénovania siete je súbor 

bázových funkcií – váhy každého skrytého neurónu reprezentujú vždy jednu bázovú funkciu. 

Platí, že tieto bázové funkcie majú tendenciu tvoriť lineárny obal m  bázových funkcií, ktoré 

by sme dostali klasickým výpočtom KLT, kde m  je počet skrytých neurónov. V prípade 

lineárnej siete môžeme pojem „majú tendenciu tvoriť“ zameniť pojmom „presne tvoria“. Na 

rozdiel voči klasickej PCA, kde rozptyly hlavných komponentov sú pre rôzne neuróny výrazne 

rozlišné, rozptyly výstupov neurónov skrytej vrstvy sú približne rovnaké. Tiež príspevok 

každého neurónu k chybe je rovnomerne rozložený. Pri PCA sa príspevok k chybe s veľkosťou 

vlastného čísla znižuje. 

Podrobná matematická analýza vzťahu lineárnych dopredných sietí k PCA je uvedená 

v [Bal89]. 

  

 64          64 

 

 60   PCA         MLP           spätná    60 

   3840-50        50-n-5-n-50          transf.  

                 50-3840 

 

Obr. 13.2. Kompresný systém využívajúci nelineárnu PCA 

 

 64       64 

 

 60   PCA         spätná   60 

   3840-5         transf.  

            5-3840 

 

Obr. 13.3. Kompresný systém s lineárnou PCA 

 

Venujme sa teraz možnosti výpočtu nelineárnej PCA. Možnosti robiť nelineárnu PCA pomocou 

dopredných sietí sú uvedené napr. v [Oja91], [Oja94], [Kra91], [DeM95] a [Dia96]. Aplikácia 

nelineárnej PCA na kompresiu obrazu pomocou viacvrstvového perceptrónu, ktorý obsahuje 

niektoré vrstvy s nelineárnymi neurónmi sa rozoberá v [DeM95]. Využíva sa sieť so vstupnou 
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a výstupnou vrstvou, ktoré sú lineárne a sieť ďalej obsahuje tri skryté vrstvy, z ktorých je prvá 

a tretia nelineárna a druhá lineárna. 

Autori použili konfiguráciu 50-n-5-n-50, kde 4010  n  a túto sieť využili ako jeden stupeň 

kompresného systému, ktorý je načrtnutý na obr. 13.2. Robila sa nebloková kompresia obrazu 

– vstupné obrazy boli obrazy ľudských tvárí rozmerov 64 × 60, t. j. dimenzia vstupného 

priestoru bola 3840. Podľa tohto obrázku je najprv zo vstupných obrazov lineárnou PCA 

extrahovaných prvých 50 hlavných komponentov, ktoré sú ďalej spracované nelineárnym 

viacvrstvovým perceptrónom. To znamená, že vstupné 3840-rozmerné vektory boli 

v konečnom dôsledku reprezentované piatimi výstupmi skrytej vrstvy. Takto získaná 

reprezentácia sa potom využila a rozpoznávanie tvárí. Výsledky opísanej nelineárnej schémy 

boli lepšie v porovnaní so štatistickým výpočtom PCA (obr. 13.3), keď sa zo vstupných 3840-

rozmerných vektorov priamo extrahovalo prvých päť komponentov. 

 

Vizualizácie váhových vektorov viacvrstvového perceptrónu 

 Je zaujímavé vizualizovať váhové vektory neurónov viacvrstvového perceptrónu 

využitého pre kompresiu obrazu. Receptívne pole („receptive field“) daného skrytého neurónu 

je vektor váh tohto neurónu od vstupných prvkov, projektívne pole („projective field“) daného 

skrytého neurónu je vektor váh od tohto neurónu k výstupným neurónom). Vizualizácia 

receptívnych a projektívnych polí skrytých neurónov preškálovaných do 256 úrovní šedej je 

zosumarizovaná na obr. 13.4. 

 

a)     

 

b)     

 

c)     

 

d)  

 
 

e)  

 
 

Obr.13.4. Receptívne a projektívne polia skrytých neurónov pre siete 64-2-64 (a), 64-4-64 (b), 

64-6-64 (c), 64-8-64 (d), 64-10-64 (e) – receptívne polia sú vľavo alebo hore, 
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projektívne vpravo alebo dole 

 

Vývoj receptívnych a projektívnych polí počas trénovania je pre sieť 64-8-64 znázornená na 

obr. 13.5. Poradové čísla cyklov sú uvedené pre jeden konkrétny prípad trénovania a nie sú 

dôležité zo všeobecného pohľadu. Vyznačený je tiež počet cyklov na najlepšie natrénovanie 

siete (chyba testovacej množiny je v minime) a pre porovnanie sú tiež uvedené vizualizácie pre 

pretrénovanú sieť. Vidíme, že pre najlepšie natrénovanú sieť a pretrénovanú sieť nie sú 

vizualizované váhové vektory výrazne odlišné. 

 

  
a) Inicializácia 

  
b) 1 cyklus 

  
c) 5 cyklov 

  
d) 20 cyklov 

  
e) 50 cyklov 

  
f) 500 cyklov 

  
g) 1450 cyklov – minimum 

  
h) 5000 cyklov 

 

Obr. 13.5. Vývoj receptívnych a projektívnych polí skrytých neurónov pre sieť 64-8-64 počas 

trénovania (receptívne polia vľavo, projektívne vpravo) 

 

Vizualizácie výstupov skrytej vrstvy viacvrstvového perceptrónu 

 Našim zámerom je teraz preskúmať techniku kompresie obrazu založenú na 

autoasociácii z pohľadu vhodných operácií s výstupnými hodnotami skrytej vrstvy. Ak sa 

s nimi manipuluje vhodným spôsobom, je možné takto vytvorenú internú reprezentáciu 

vstupných dát využiť ako metódu pre extrakciu príznakov s možnosťou ďalšej kompresie dát 
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alebo rozpoznávania vzorov. 

Na spracovanie výstupných hodnôt skrytej vrstvy viacvrstvového perceptrónu je najprv 

potrebné navrhnúť vhodnú metódu ich vizualizácie. Veľmi dôležitý je spôsob usporiadavania 

výstupov skrytej vrstvy do dvojrozmerného obrazu – ten je kľúčom k pochopeniu činnosti siete 

a k voľbe ďalšieho spracovania takto získaných dát. 

 Pre potreby vizualizácie uvádzame metódu usporiadania výstupných hodnôt skrytej 

vrstvy do dvojrozmerného obrazu. Ako prvý krok uvedieme túto metódu pre sieť konfigurácie 

64-8-64, ktorú zovšeobecníme aj pre iné konfigurácie. Táto metóda je uvedená na obr. 13.6. 

 

 
 

Obr. 13.6. Usporiadanie výstupov skrytej vrstvy do dvojrozmerného obrazu 

 

 
 

Obr. 13.7. Vizualizované obrazy výstupov skrytej vrstvy rozmerov 128 × 64 pre usporiadanie 

8 × 8 (hore), 8 × 2 (v strede) a rozmerov 256 × 32 pre usporiadanie 8 × 1 (dolu) – 

NELA 

 

Navrhnutá metóda môže zahŕňať viacero typov usporiadania: 

 Ad-hoc usporiadanie, napr. usporiadanie typu 8 × 8; osmice výstupov skrytej vrstvy sú 

kladené do blokov rozmerov 8 × 8 pixelov. 

 Usporiadanie typu 8 × 2, osmice výstupov skrytej vrstvy sú kladené do blokov rozmerov 

8 × 2. Tento typ usporiadania je veľmi dôležitý, pretože v sformovanom obraze výstupov 
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skrytej vrstvy môžeme vidieť hlavné črty pôvodného vstupného obrazu, čo má za následok 

napr. lepšie výsledky pri ďalšej kompresii. 

 Usporiadanie typu 8 × 1, osmice výstupov skrytej vrstvy sú kladené na pozíciu aktuálneho 

bloku pôvodného obrazu. O tomto usporiadaní môžu byť povedané skutočnosti obdobné 

usporiadaniu typu 8 × 2. 

 

Sformované obrazy výstupov skrytej vrstvy rozmerov 128 × 64 pre usporiadanie typu 8 × 8 a 

8 × 2 a rozmerov 256 × 32 pre usporiadanie 8 × 1 pre obraz Nela sú zobrazené na obr. 13.7. 

Na tomto mieste treba upozorniť na voľbu rozmerov formovaného obrazu výstupov skrytej 

vrstvy, pretože pri nej máme istú voľnosť. Samozrejme, teraz už z úvah vylúčime ad-hoc 

spôsoby usporiadania, už sa zaoberáme správnym spôsobom usporiadania, keď v 

dvojrozmernej forme internej reprezentácie vstupného obrazu vidíme jeho pôvodné črty. 

 Budeme hovoriť o usporiadaní typu mxk, kde m je počet prvkov skrytej vrstvy siete a k 

počet m-tíc kladených vo vertikálnom smere pred prechodom na nový blok rozmerov m × k 

(podľa obr. 13.6). Pri našej konfigurácii obrazu rozmerov 256 × 256, blokov rozmeru 8 × 8 a 

siete typu 64-m-64 máme 32x32 blokov pôvodného obrazu a celkový počet výstupných hodnôt 

skrytej vrstvy je (m × 32 × 32). Pre správnu vizualizáciu treba voliť pri usporiadaní typu m × k 

obraz rozmerov [(32/k).m] × [32.k], pričom výsledok podielu 32/k musí byť celočíselný. 

 

 

 

 

m 

 k 

 1 2 4 

2 64 × 32 32 × 64 16 × 128 

6 192 × 32 96 × 64 48 × 128 

8 256 × 32 128 × 64 64 × 128 

12 384 × 32 192 × 64 96 × 128 

 

Tabuľka 13.1. Rozmery obrazov výstupov skrytej vrstvy pre usporiadania m × k 

 

 
 

Obr. 13.8. Výsledky vizualizácie pre usporiadanie m × 1 pre siete 64-m-64 (zhora nadol: m = 

2, 6, 8, 12) – NELA 
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Obr. 13.9. Výsledky vizualizácie pre usporiadanie m × 2 pre siete 64-m-64 (zhora nadol: m = 

2, 6, 8, 12) – NELA  

 

Podľa obr. 13.6 je preto pre usporiadanie 8 × 1 volený rozmer obrazu 256 × 32, pre 

usporiadanie 8 × 2 je obraz rozmerov 128 × 64. Rozmery obrazov pre výsledky uvedené v 

nasledujúcich obrázkoch sú uvedené v tab 13.1. Pre vizualizáciu je však najdôležitejšie 

usporiadanie m × 1 (príp. m × 2), pretože pri voľbe vyššieho k sa už črty pôvodného obrazu vo 

vizualizovanej reprezentácii začínajú vytrácať. Výsledky vizualizácie pre siete konfigurácie 64-

m-64 pre m = 2, 6, 8 a 12 s usporiadaním typu mxk pre k = 1, 2 a 4 pre obraz Nela ilustrujeme 

na obr 13.8, 13.9 a 13.10. 

Spomenuli sme, že pri voľbe rozmerov formovaného obrazu výstupov skrytej vrstvy máme istú 

voľnosť. Na obr. 13.11 je uvedený obraz pre usporiadanie 8 × 2 s rozmermi 256 × 32 pre obraz 

NELA. Črty pôvodného obrazu sa zdvojujú, takéto konfigurácie nebudeme ďalej uvažovať, 

príklad sme uviedli pre úplnosť. 

 

 
 

Obr. 13.10. Výsledky vizualizácie pre usporiadanie m × 4 pre siete 64-m-64 (zľava doprava: 

m = 2, 6, 8, 12) – NELA 

 

 
 

Obr. 13.11. Výsledok vizualizácie pre usporiad. typu 8 × 2 s rozmermi obrazu 256 × 32 – NELA 
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Preusporiadanie sformovaného dvojrozmerného obrazu výstupných hodnôt skrytej 

vrstvy 

 Ako možno vidieť na predchádzajúcich obrázkoch (obr. 13.7 až 13.11) vo 

vizualizovaných obrazoch skrytej vrstvy sú prítomné výrazné svetlé a tmavé čiary vo 

vertikálnom smere. Sú spôsobené veľmi odlišnými predpätiami neurónov v skrytej vrstve. Táto 

skutočnosť je veľmi nevhodná napríklad na ďalšiu kompresiu obrazov výstupov skrytej vrstvy 

– pre horizontálny smer zahŕňa mimoriadne strmé zmeny hodnôt obrazových prvkov. S cieľom 

vyriešiť tento problém je vhodné preusporiadať výstupné hodnoty skrytej vrstvy 

v sformovanom vizualizovanom obraze. Takéto preusporiadanie nás privedie aj k zaujímavým 

výsledkom z hľadiska vizualizácie. Zahŕňame 2 typy preusporiadania: 

 Preusporiadanie typu 1 – je prevádzané tak, že každý r-tý stĺpec s-tého bloku 

s horizontálnym rozmerom m je postupne presúvaný na s-tú pozíciu r-tého bloku 

príslušného rozmeru. Napr. pre sieť s počtom neurónov skrytej vrstvy m = 8 a pre obraz 

výstupov skrytej vrstvy rozmerov 256 × 32 s usporiadaním 8 × 1 (obr.13.7 dolu) je každý 

r-tý stĺpec s-tého bloku rozmerov 8 × 32 postupne presúvaný na s-tú pozíciu r-tého bloku 

rozmeru 32 × 32. Tento spôsob preusporiadania je všeobecne použiteľný pre ľubovoľnú 

konfiguráciu siete. 

 Preusporiadanie typu 2 – na rozdiel od predchádzajúceho preusporiadania nemožno uviesť 

jeho presnú definíciu, je závislé od zvolenej konfigurácie siete. Cieľom je sústrediť 

vertikálne stĺpce s výrazne rozdielnou intenzitou na jedno miesto, čím sa obraz výstupov 

skrytej vrstvy stane „hladší“ a teda vhodnejší na ďalšie spracovanie. Napr. pre sieť s počtom 

neurónov skrytej vrstvy m = 8 a pre obraz výstupov skrytej vrstvy rozmerov 256 × 32 s 

usporiadaním 8 × 1 (obr. 13.7 dolu) je každý siedmy (výrazne tmavý) stĺpec s-tého bloku 

rozmerov 8x32 postupne presúvaný na s-tú pozíciu posledného (ôsmeho) bloku rozmeru 

32 × 32. Ide teda o istú modifikáciu preusporiadania typu 1, keď nie sú presúvané všetky 

stĺpce a vybrané presúvané stĺpce sú premiestnené do nami zadaného bloku. 

Výsledné vizualizované obrazy pre sieť s počtom neurónov skrytej vrstvy m = 8 a pre obraz 

výstupov skrytej vrstvy rozmerov 256 × 32 s usporiadaniami 8 × k pre k = 1, 2, 4 preus- 

poriadaný typom 1 a 2 pre obraz NELA sú zobrazené na obr. 13.12, 13.13 a 13.14. 

 

 
 

Obr. 13.12. Výsledky vizualizácie pre usporiadanie 8 × 1 pre sieť 64-8-64 (hore), 

s preusporiadaním typu 1 (v strede) a typu 2 (dolu) – NELA 
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Obr. 13.13. Výsledky vizualizácie pre usporiadanie 8 × 2 pre sieť 64-8-64 (hore), 

s preusporiadaním typu 1 (v strede) a typu 2 (dolu) – NELA 

 

 
 

Obr. 13.14. Výsledky vizualizácie pre usporiadanie 8 × 4 pre sieť 64-8-64 (vľavo), 

s preusporiadaním typu 1 (v strede) a typu 2 (vpravo) – NELA 

 

Z uvedených obrázkov je vidieť zaujímavá skutočnosť – po preusporiadaní typu 1 sú črty 

pôvodného obrazu opäť viditeľné v obraze výstupov skrytej vrstvy, dostali sme 8 replík 

pôvodného obrazu. Po preusporiadaní typu 2 máme v ľavej časti pôvodný obraz bez tmavých 

stĺpcov, blok vpravo obsahuje opäť hlavné črty pôvodného obrazu sformované siedmym 

neurónom skrytej vrstvy. 

Uvedené dva typy preusporiadania (hlavne všeobecná forma preusporiadania typu 1) nám teda 

pomohli lepšie pochopiť vo vizualizovanej podobe činnosť viacvrstvového perceptrónu 

využitého pre kompresiu obrazu. Aj bez preusporiadania sme mohli v obraze výstupov skrytej 

vrstvy vidieť črty pôvodného obrazu, po preusporiadaní je zrejmé, že každý neurón skrytej 

vrstvy si formuje svoju vlastnú internú reprezentáciu vstupných údajov (8 neurónov siete 64-8-

64 vytvorilo 8 rôznych, hoci mimoriadne podobných replík pôvodného obrazu). To, že v obraze 

výstupov skrytej vrstvy môžeme veľmi zreteľne vidieť pôvodný obraz svedčí o tom, že 

viacvrstvový perceptrón pri kompresii obrazu nedekoreluje závislosti vstupných údajov 

dokonale a potvrdzuje predpoklad o vhodnosti ďalšej kompresie sformovaných obrazov 

výstupov skrytej vrstvy. 

Výsledky preusporiadania typu 1 pre siete konfigurácie 64-m-64 pre m = 2, 6, 8 a 12 

s usporiadaním typu m × k pre k = 1, 2 a 4 pre obraz NELA sú zobrazené na obr 13.15, 13.16 a 

13.17. 
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Obr. 13.15. Výsledky vizualizácie pre usporiadanie m × 1 pre siete 64-m-64 (zhora nadol: m = 

2, 6, 8, 12) s preusporiadaním typu 1 – NELA 

 

  
 

Obr. 13.16. Výsledky vizualizácie pre usporiadanie m × 2 pre siete 64-m-64 (zhora nadol: m = 

2, 6, 8, 12) s preusporiadaním typu 1 – NELA 

 

Aby bola vizualizácia ilustrovaná aj pre iný obraz než NELA, pre úplnosť uvádzame aj 

výsledky preusporiadania typu 1 pre obraz BABOON. Tieto sú pre siete konfigurácie 64-m-64 

pre m = 2, 6, 8 a 12 s usporiadaním typu m × k pre k = 1 zobrazené na obr. 13.18. 

 Metodika manipulácií s výstupnými hodnotami skrytej vrstvy viacvrstvového 

perceptrónu pracujúcom v autoasociačnom móde, ktorú sme tu uviedli, slúži na vizualizačné 

ciele – umožňuje dobre a názorne pochopiť činnosť viacvrstvového perceptrónu. Navyše, 

keďže ide o výstupy skrytej vrstvy s menším počtom neurónov v porovnaní s počtom prvkov 

vstupnej a výstupnej vrstvy, sieť je nútená reprezentovať vstupné dáta a túto reprezentáciu tak 

môžeme považovať za extrahované najdôležitejšie vlastnosti vstupných dát. Ide tu o teda 

o jednu z možností extrakcie príznakov. Ďalej ju využijeme na kódovanie dát a v kapitole 8 ako 

jeden zo stupňov metód na rozpoznávanie vzorov. 

 



 

SUNS, M.Oravec, ÚIM FEI STU 

  
 

Obr. 13.17. Výsledky vizualizácie pre usporiadanie m × 4 pre siete 64-m-64 (zľava doprava: 

m = 2, 6, 8, 12) s preusporiadaním typu 1 – NELA 

 

  
 

Obr. 13.18. Výsledky vizualizácie pre usporiadanie m × 1 pre siete 64-m-64 (zhora nadol: 

m = 2, 6, 8, 12) s preusporiadaním typu 1 – BABOON 

 


